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Resumen

La presente investigacion tiene como objetivo el andlisis de un problema de
optimizacion combinatoria para la resolucion de un proceso de inclusion de redundancias
y mejoria de la confiabilidad individual y global de un proceso de produccion, con el
objetivo de encontrar la mejor configuracion de maquinas, escenario de operacion, que
maximice la confiabilidad global y minimice los costos de mantenimiento y de operacion
de una linea de produccion automatizada trabajando 24 horas diarias. Tales lineas son,
en la mayoria de los casos, son caracterizadas por una grande interrelacion de sistemas
neumaticos, hidraulicos, microelectrénicos y eléctricos. Por estas caracteristicas estos
sistemas son muy complejos y presentan modos de fallas de diversos tipos con distintos
grados de intensidad o impacto a lo largo de toda vida atil o tiempo de operacion del
sistema. Debido a la integracion de sistemas de naturaleza distintas y aliado al
comportamiento estocastico la modelacion matematica de estos sistemas es
extremamente compleja y en algunos casos casi imposible sin el uso de simplificaciones.
Tales simplificaciones pueden ser de diversas naturalezas como por ejemplo: considerar
el sistema en el régimen continuo no tomando en consideracion el régimen transitorio,
simplificaciones matematicas o suposiciones estadisticas como la existencia de datos
distribuidos normalmente y que el funcionamiento de los equipos y sus respectivos modo
de fallas sean estadisticamente independientes de entre otras. Delante de estas
caracteristicas se propone una estructura de simulacion/optimizacion por medio de un
simulador orientado a eventos discretos, Rockwell ARENA 11, conjugado a un algoritmo
elitista multiobjetivo, NSGA 1l para la resolucion del problema de optimizacion mencionado
anteriormente.

El texto se organiza de la siguiente forma. En el capitulo 1 presentase los
encaminamientos teéricos de la investigacion como: definicion y delimitacion del tema,
definicion del problema de investigacion y las preguntas que lo traducen y de objetivos y
metodologia empleada. En el capitulo 2 se presenta el marco teorico dividido en cuatro
partes principales. La primera parte con algunas definiciones preliminares relacionadas la
estructura simulacion/optimizacién a través de la revision de las referencias del trabajo
culminando con la clasificacion de tales referencias en cinco dominios distintos: de los
métodos; de las estrategias y tacticas; de la interfaz; de los informes y de las aplicaciones

en los paquetes comerciales. Se destaca también la definicibn de un entorno de
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simulacion y por fin se presenta, de forma sintética, las metodologias de
simulacién/optimizacion y los modelos basicos de optimizacion basados en simulacién. En
la segunda parte iniciase con la definicion de la optimizacion multiobjetivo, multicriterio o
vectorial y su importancia en el trato de los conflictos existentes en los problemas de
optimizacién reales donde los objetivos compiten entre si por los mismos presupuestos,
materias primas, espacio entre otros. Destacase también puntos especiales propios de la
optimizaciébn multiobjetivo, enumerase algunos métodos clasicos y se presenta una
clasificacion. En la tercera parte hablase de la optimizacion multiobjetivo a través de los
algoritmos evolutivos o heuristicos, sus principios, a importante definicion de dominancia y
frente o frontera de Pareto y destacase también algunas caracteristicas del algoritmo
NSGAII, presentando al final un tabla que contiene un resumen cronoldgico del desarrollo
de los principales algoritmo genéticos multiobjetivos utilizados. En el capitulo 3
encontrase el disefio metodologico donde se presentan los aspectos generales del
modelo de simulacion/optimizacion como la descripcion del enlace ARENA 11 y NSGA I,
de los archivos de entrada y salida involucrados no proceso de comunicacion entre
simulador y genético, de las caracteristicas del proceso de produccién simulado; como
también presentase una descripcion de las variables de entrada y salida, de la cantidad
de variables utilizada en los experimentos. Presentase la formulacién de los costos
relacionados con el proceso de optimizacion de la confiabilidad considerando la inclusion
de equipos redundantes y sus reflejos en los costos totales de mantenimiento y operacion
del sistema y al final la declaracion del problema tanto en su forma mono-objetivo cuanto
en su forma multiobjetivo. En el capitulo 4 presentase algunos detalles acerca de los
experimentos desarrollados para el cumplimiento del objetivo principal del trabajo. En el
capitulo 5 presentase un andlisis sobre la convergencia de los algoritmos genéticos; el
analisis sobre los resultados de cada uno de los experimentos donde fueran analizados
los mejores individuos encontrados, las mejores configuraciones de maquinas
encontradas y presentadas diversas graficas y tablas con las mejores soluciones como
también un analisis estadistico .En el capitulo 6 la conclusion general, presentase y un
analisis comentando aspectos generales a cerca de los principales alcances y limitaciones

de la investigacion.
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1. Definicion del Tema

La presente investigacion analiza un problema de optimizacion da confiabilidad de
sistemas que dado el conflicto de los objetivos, una grande cantidad de relaciones
sistémicas, la presencia de aleatoriedades y un elevado nimero de combinaciones de
respuestas exige un tratamiento optimizatorio no clasico. Entre los muchos métodos no
cldsicos existentes, ver [1-2], se opta por la utilizacibn de una técnica de
simulacion/optimizacion que es propia para la analice de sistemas donde su complejidad
inherente impide la construccién de funciones matematicas que lo representen. Todo el
proceso objetiva la maximizacion de la confiabilidad global del sistema, minimizacién de
los costos de operacion/ mantenimiento y minimizacion del nimero de mantenedores

necesarios para el area de mantenimiento del proceso productivo analizado.

1.1 Delimitacién del tema - Optimizacion de la confiabilidad de sistemas

Confiabilidad de un sistema representa la probabilidad que él no falle en el
cumplimiento de sus funciones o en la realizacion de una mision en un tiempo y
condiciones de operaciéon determinados.

El andlisis de confiabilidad de los sistemas, particularmente los industriales, puede
ser considerada a partir de dos enfoques: el clasico, enfoque binario, que considera que el
sistema sujeto a fallas puede asumir dos estados distintos, entre la total paralizacion (cero
- 0) y el completo funcionamiento (uno — 1) y el enfoque multiestado que considera que el
sistema puede asumir diversos estados entre el completo funcionamiento y la total falla [3
-4].

El enfoque multiestado caracteriza mejor los sistemas reales, pues estos estan
sujetos a una seria de factores que producen la disminucion de su vida util [3]. La
ocurrencia de fallas en estos sistemas puede no determinar necesariamente la
paralizacion da actividad, a pesar de producir una tendencia creciente a esta paralizacion.

Delante de esta realidad se emplean politicas de mantenimiento preventivo y
predictivo. Estas politicas visan minimizar los efectos de la degradacion natural o da
forzada por la presencia de fallas indeseables. Fallas disminuyen la capacidad de los
sistemas en desempefar sus actividades principales y aumentan sus costos de operacion

y de mantenimiento.
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Sea binario o multiestado el enfoque adoptado para el analice y optimizacion de la
confiabilidad de uno sistema, esto no interfiere en la eleccion de la técnica para la
optimizacion de la confiabilidad del sistema que usualmente es realizada segun uno de los
métodos en la secuela [5-6]:

e Asignacion de redundancias — Donde las variables de decision son los nUmeros de
redundancias.

e Asignacién de confiabilidades — Donde las variables de decision son las
confiabilidades de las componentes o subsistemas.

¢ Asignacion de redundancias/confiabilidad- Donde las variables de decisién son una
combinacién del numero de redundancias y de la confiabilidad de las componentes

0 subsistemas.

e Asignacion de componentes o subsistemas - Donde la configuracion del sistema

(arreglo de componentes) representa la variable de decision.

Un problema de asignacion de redundancias consiste en inserir en el sistema una
cantidad “x” de componentes que debidamente asociadas en paralelo con la componente
original, proporcionan la mejoria de la confiabilidad del sistema o del subsistema donde
sera inserida. En otras palabras el objetivo es asignar cierta cantidad de componentes
alternativas los cuales seron asociados en paralelo a las componentes originales,
proporcionando, asi, mejoria de la confiabilidad global del sistema.

Agregado a este procedimiento se debe considerar concomitantemente que la
elecciébn de una determinada componente esta condicionada también a factores de
desempeiio individuales como: los menores costos de instalacion y de mantenimiento, la
confiabilidad individual, peso y volumen de entre otras caracteristicas. Asi un
procedimiento de asignacion de redundancias al sistema es un problema de optimizacion
de naturaleza eminentemente combinatoria.

Esto aspecto combinatorio de los problemas de asignacion de
redundancias/confiabilidades implica elevados tiempos de computacion (NP-duro) [5-6]
Sin embargo, para el caso de problemas reales eso refleja apenas una de las facetas del
proceso de modelado/simulacién. Problemas reales demandan la observancia de la
relacion coste/beneficio cuando se busca mejorias en la confiabilidad sistémica.

Convencionalmente, el tratamiento de esta clase de problemas es componencial y

simplifica torio involucrando la maximizacion de una funciéon de confiabilidad [2]. Esta
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funcidn depende de la estructura del sistema, ademas de los costos, masas y volimenes
asociados cuando da asignacion de las componentes alternativas. En esto casos
(modelos de baja complexidad) es posible verificar el comportamiento de las fallas del
sistema a través de una simulacién Monte Carlo. [4]

El enfoque componencial simplifica el analice de la confiabilidad, pues, en la
mayoria de los caso, considera que las componentes asignadas en el sistema son
idénticas (forma, funcién y confiabilidad) y normalmente es empleado para sistemas no
reparables de baja complexidad. Luego, desconsidera relaciones méas complejas
generadas cuando, al revés de componentes, se esta asignando subsistemas al sistema
original.

Asi a la medida que desease explorar problemas reales y consecuentemente un
complejidad mas grande de las inter relaciones del sistema, se debe abandonar el
enfoque componencial. La dificultad en el tratamiento de estos problemas esta
relacionada no apenas a las inter relaciones, mas también a la cuantidad de objetivos a
ser optimizados concomitantemente. Asi, al revés de la simulaciébn Monte Carlo, se debe
optar por métodos de simulacién mas sofisticados.

La idea de la presente investigacion es, por lo tanto, considerar problemas de
complejidad superior, mas préximos de la realidad. EIl modelado de estos problemas
considera concomitantemente diversos tipos de variables (reales, binarias, estocasticas y
no estocésticas), ademas de mas de uno objetivo a ser optimizado. Dada la elevada
dimensién/complejidad de los sistemas y de la imposibilidad de su representacion
analitica optase por un proceso esencialmente simula torio asociado a otro evolutivo
optimiza torio.

Esto proceso, en esta investigacion, fue aplicado a uno caso idealizado, item 1.2,
delante a las inherentes ventajas del punto de vista académico y de control de las
variables coyunturales del sistema. (p.ej. paralizaciones debido a huelgas y falta de
insumos). Asi, el aspecto practico esperado es demonstrar la viabilidad del proceso al
revés de un ejemplo de implementacion empirica. El resultado es una metodologia
pragmatica, aplicable a la realidad industrial, particularmente a los ambientes

automatizados.
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1.2 Planteamiento del problema

Sistemas reales, particularmente automatizados, son caracterizados por una
grande interrelacion de subsistemas, como, por ejemplo, neumaticos, hidraulicos,
microelectronicos y eléctricos. De esta manera, poden ser entendidos como conjuntos
complejos de baja interferencia humana (automatizados). Debido a esta complejidad,
presentan fallas de tipos variados (electronicas, mecénicas, etc.) con tasas aleatorias.
Tales fallas ocasionan la pérdida parcial o mismo total de actividad del sistema.

Considerando, todavia la elevada productividad de estos sistemas, la mitigacion de
sus fallas tornase una actividad importante, justificando asi el uso de operaciones
redundantes. Un conjunto de redundancias debidamente insertado puede asegurar la
disponibilidad y los niveles de confiabilidad sistémicos.

En esta investigacion, considerase un sistema automatizado, representado por uno
proceso de produccion genérico y sin interrupcion. El proceso puede contener hasta 45
operaciones, de las cuales 9 constituyen el conjunto basico para el funcionamiento del
sistema. Existe también dos almacenes, uno de partes para la produccion (izquierda) y
otro para almacenamiento de los productos acabados (derecha), figura 1. Existe, todavia,
una banda interconectando el sistema y uno conjunto de robots.

Cada maquina en el sistema corresponde a una operacion distinta, a cual debe ser
realizada dentro de una secuencia especifica, en el caso, frezado, erosion, ensamble y
ajuste. Ya los robots realizan las operaciones de transferencia/almacenamiento de las

partes/productos. El sistema completo (maquinas y robots) realiza 9 operaciones, figura 2.



Figura 1 Representacion del sistema
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Figura 2 Diagrama de operaciones del sistema
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Esquematicamente, el sistema puede ser representado por uno conjunto de etapas

en serie, nueve al todo, correspondiendo a las nueve operaciones basicas del sistema, de
acuerdo con figura 2. Cada etapa es ejecutada por hasta 5 maquinas con caracteristicas
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propias de operacion. Considerase que apenas una de las 5 sea necesaria para el
funcionamiento basico del sistema. Las otras constituyen las redundancias. Es justamente
por la utilizacién/insercion de estas redundancias que es posible incrementar la
disponibilidad del sistema. A pesar de la configuracion minima del sistema ser apenas 9
maquinas, el conjunto maximo de 45 posibilita un expresivo nimero de combinaciones,

gue necesitaria ser evaluado, figura 3

Aumento de los costos de operacion y
mantenimiento.
Aumento de la velocidad de proceso.
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Aumento de los costos de operacion y

Almacén mantenimiento.
Aumento de la velocidad de proceso.

Robots y maquinas principales

. Robots y maquinas redundantes

Figura 3 Diagrama esquemaético del sistema
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Asociado a cada configuracion de maquinas/robots, existe un numero de
mantenedores, los respectivos costos unitarios de operacion y fijos de mantenimiento,
ademas de las confiabilidades individuales. A esto conjunto denominase escenario de
operacion. Es importante observar que escenarios de operacion con las mismas
caracteristicas difieren unos de los otros debido la presencia de eventos aleatorios como,
por ejemplo, las fallas.

Delante de las consideraciones anteriores el problema aqui abordado puede ser

traducido en la cuestion:

¢,Cual sera el escenario 6ptimo de operacion para o casa idealizado en cuestién, o sea,
aquello que maximiza la confiabilidad total del sistema y concomitantemente minimiza el

empleo de mantenedores y los costos de mantenimiento/operacion?

La estructura de optimizacion/simulacion propuesta consiste en una técnica de
optimizacién evolutiva multiobjetivo basada en simulacion, a través del acoplamiento de
un entorno de simulaciéon orientado a eventos discretos, en esto caso ARENA 11, a un
algoritmo genético multiobjetivo de segunda generacion, el NSGA |I. Paralelamente al
problema de optimizacién/simulacion propuesto se investiga también las caracteristicas
de convergencia y el proceso de optimizacién de esto sale dos otras cuestiones de
investigacion:

e ¢ El proceso de optimizacion funcionara adecuadamente?

e ¢ El algoritmo genético convergira al 6ptimo global?
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1.3 Objetivos

1.3.1 Objetivo general

Investigar  experimentalmente el desempefio de una técnica de
optimizacién/simulacion multiobjetivo para resolucion de un problema combinatorio
complejo de asignacion de redundancias objetivando la maximizacion de la confiabilidad
global del sistema, minimizacion de los costos de operacion/mantenimiento y
minimizacion del nimero de mantenedores necesarios para el area de mantenimiento del

proceso productivo analizado

1.3.2 Objetivos especificos

Desarrollar un modelo PETRI del proceso de produccion;

Definir el algoritmo genético a ser utilizado;

Definir el entorno de simulacion a ser utilizado;

Definir las variables y los parametros del algoritmo genético;
Definir las variables del proceso simulado;

o gk w N PE

Establecer y programar la interfaz de comunicacién entre el algoritmo genético y el
simulador;

7. Definir el emulador LINUX para Windows;

8. Establecer un modelo lineal para obtener cotas de comparacion y verificacion;

9. Establecer las simulaciones;

10.Almacenar los resultados en archivos debidamente identificados;

11.Hacer el analisis estadistico para los experimentos;

12.Hacer la evaluacion de los resultados;

13. Escribir un articulo con los principales resultados;

14.Escribir la tesis final;

15.Examen de grado;



16

1.4 Caracterizacion del proceso:

El caso idealizado en cuestion presupone la existencia de un sistema automatizado
caracterizado por uno escenario de operacién (configuracion, mantenedores, costos y
confiabilidades). Visando la obtencion del escenario 6ptimo y considerando las inherentes
dificultades analiticas, aleatoriedades y mudltiplos objetivos en conflicto que deben ser
alcanzados, se propone un proceso de simulacién asociado a otro de optimizacion.

Este proceso haz uso intenso de la computadora, pudiendo ser definido como una
técnica iterativa-estocéstica. La técnica genera multiples escenarios de operacion, de
entre los cuales son elegidos los que mejor satisfagan los objetivos y restricciones del
problema. A cada iteracién, un conjunto de escenarios/soluciones del problema sera
elegido de entre una grande cantidad de combinaciones posibles. El proceso de
evaluacion tiene su inicio en el simulador. Para el sistema automatizado idealizado en

cuestion, un sistema discreto complejo, son observadas las relaciones en la secuela:

e Relaciones no lineales

e Relaciones que contienen bucles de realimentacion

¢ Relaciones de intercambio(entradas/salidas) con el medio;
e Relaciones de dependencia del estado anterior;

¢ Relaciones concatenadas; y

e Relaciones contiendo variables de naturalezas distintas.

El modelado de uno sistema de esta naturaleza exige un simulador/entorno
apropiado. De entre las diversas opciones existentes en el mercado, se eligid el entorno
de simulacion comercial orientado a eventos discretos ARENA. En este trabajo, adoptase
una variante del proceso de simulacion/optimizacién donde el simulador es el corazén del
proceso [7-13]. Debido a la elevada dimensién/complejidad del sistema es virtualmente
imposible su representacion en la forma de una unica funcion de optimizacion (caso
convencional). El modelo de simulacién ven, por lo tanto, viabilizar la representacion de
estas complejas relaciones del sistema.

En esta variante del proceso de simulacion/optimizacién el desempefio del sistema

es verificado a través de indicadores/variables que vienen del modelo de simulacién. De
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esta manera, el simulador produce para el otimizador los subsidios que vendran nortear la
eleccion de los escenarios (soluciones) mas adecuados a los objetivos y restricciones del
problema.

De entre los diferentes optimizadores disponibles, se destacan los algoritmos
evolutivos. Estos algoritmos manipulan conjuntos de soluciones simultaneamente,
posibilitando asi la captura de multiples soluciones en una Unica iteracion. De entre los
algoritmos evolutivos, por su vez, se destacan los algoritmos genéticos elitistas (AGE).
Esto algoritmos crean una poblacion aleatoria, que evoluciona mediante la aplicacién
iterativa de operadores de reproduccion en la secuela:

e Recombinaciones de los individuos (cruzamiento) y
e Modificaciones aleatorias (mutaciones).

La evolucion es guiada por una estrategia de seleccion que elige los individuos mas
adaptados a la resolucién del problema, o sea, aquellos que mejor satisfagan las
restricciones y objetivos del problema. Nétese que la tarea de producir la variabilidad de
los escenarios de operacion es de responsabilidad del AGE y que esta tarea es realizada
de manera automatica via cruzamiento, mutacion y seleccion.

La creacion de una generacion de individuos/soluciones en el AGE es un proceso
estocastico y, por lo tanto, cualquier generacion es independiente de las otras. De esta
manera, el proceso en cuestion puede ser caracterizado como una secuencia de eventos
discretos independientes, o sea, una cadena de Markov, cuya convergencia global es
garantizada. De hecho, esta convergencia es garantizada mismo en el caso multiobjetivo,
gue haz de los AGEs opcién robusta y general para los problemas de optimizacion [14-
15].

Cabe resaltar que el tiempo de optimizacién es aqui utilizado en un sentido mas
amplio, comun a las ciencias de la computacion. En esto sentido, optimizacion puede ser
definida como un proceso iterativo de busqueda global donde el 6ptimo es aproximado via
procesos estocasticos.

El AGE multiobjetivo elegido para esta investigacion fue el NSGA Il (Non-
dominated Sorting Genetic Algorithm II) cuyo principio de ordenacién es basado en el
concepto de dominancia de Pareto [16-17]. En esto algoritmo, el proceso de simulacion
optimizacién cerraria con la obtencién del conjunto de soluciones optimas de Pareto.

A partir del conjunto Optimo de Pareto, sin embargo, se haz necesario un

procedimiento de agregacion de informacion, tanto cuantitativa cuanto cualitativa, para la
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tomada de decision final, o sea, para determinacion de la mejor solucion. Las
informaciones del tipo cualitativo normalmente expresan opiniones de los expertos
involucrados en la operacion y mantenimiento del sistema. Ya las informaciones

cuantitativas son provenientes de las especificaciones técnicas y administrativas.
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2. Antecedentes: marco tedrico, conceptual y de referencia

2.1 Consideraciones acerca de la estructura simulacion/optimizacién

El proceso de simulacion/optimizacién es una técnica iterativa y estocastica para
generacion de multiples escenarios de optimizacién donde el proceso de optimizacion
ocurre simultdneamente con la simulacion del sistema en analisis. De una manera general
existen dos enfoques de simulacion/optimizacion el primero presenta la simulacion como
herramienta de validacion o prueba de la efectividad de alguno método de optimizacion
como podemos ver en [18-26] El segundo presenta un proceso de optimizacion a través
de la simulacion aplicado a la resolucion de un determinado problema como podemos ver
en los textos [7-13]. EIl proceso todo puede ser resumido en dos preguntas: ¢Qué pasa
si?, pertinente a simulacion el analisis de mdultiples posibilidades. ¢Como hago para?,
pertinente a la optimizacion, donde podemos maximizar o minimizar criterios o objetivos

importantes para racionalizar la efectividad del sistema.

2.2 Clasificacion de las referencias del trabajo:

Considerando el rescate hecho por Bowden & Hall [8] de los requerimientos de
Smith para un proceso automatico de simulacion y optimizacion, el area de simulacion
optimizacion clasificase en seis dominios:

1. La formulacion del problema,;

2. Los métodos;

3. La clasificacion de los métodos;
4. Las estrategias y tacticas;

5. La inteligencia y

6. La interfaz.

Reclasificando los criterios arriba, los 6 dominios, y los aglutinando de otra manera: La
clasificacion, formulacion del problema y inteligencia en un nuevo dominio llamado de
Informes (“Surveys”) que contiene las revisiones de la materia y presentan en la mayoria
de los casos resumen de los tres dominios comentados arriba.

Crease también un nuevo dominio llamado aplicacion en softwares comerciales: que

trata de la incorporacion de los nuevos desarrollos cientificos en las areas de simulacion y
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optimizacion a los paquetes comerciales. El abordaje de los dominios, considerando las

modificaciones, estara asi dividido:

De los métodos;
De las estrategias y tacticas;
De la interfaz;

De los informes

ok~ N

De las aplicaciones en los paquetes comerciales

Actualmente estan disponibles una serie de softwares comerciales que incorporan
las ultimas tendencias en términos de algoritmos de optimizacién y procesos de
modelado. Son verdaderos entornos de simulacion que facilitan el uso de la simulacion en
la fase de programacion del modelo. En la opinién de Guasch, Piera & otros [27] los
entornos de simulacion actuales ofrecen la misma flexibilidad que los lenguajes de
programacién, puesto que incorporan blogues que pueden ser programados desde
lenguajes de alto nivel como C o Visual Basic. La diferencia en cuanto a presentaciones,
capacidades y limitaciones entre simuladores y lenguajes de simulacion esta
practicamente desapareciendo. Se concluye que la mayoria de las referencias se
distribuyen entre los dominios:

e Estrategias y tacticas; y

e Métodos.

Pero existe un limite muy estrecho entre una estrategia y un método o metodologia.
Pues este udltimo concepto es mas amplio que puede contener una o mas de una
estrategia para la resolucion de un determinado problema. Asi haciendo un analisis

cuantitativo de la tabla del anexo 2 las referencias fueran asi distribuidas:

45% - Estan clasificadas dentro del dominio de los Métodos, [28-50] ;
25% - Estan clasificadas dentro del dominio de las Estrategias y tacticas, [51-65];
8% - Estan clasificadas dentro del dominio de la interfaz, [66-70];

15%- Estan clasificadas dentro del dominio de los informes, [7-13]

® o o0 T p

7%-Estan clasificadas dentro del dominio de las aplicaciones en softwares

comerciales, [73-.78]
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Aplicacién . .
en Dominios

softwares

comerciales

Informes
15%

Interfaz
8%
Estrategias
y tacticas
25%

Gréfica 1 Distribucion de las referencias entre los dominios

A partir del dominio de los informes se considerd que la estructura de simulacion
optimizacién, en los ultimos 10 afios ha evolucionado mucho en la direcciébn de los
métodos estocasticos de blusqueda global'como también en la direccion de las estrategias
hibridas que incorporan el potencial de los algoritmos de busqueda global a los de
basqueda local.

Hay adaptaciones de métodos de optimizacion de variables continuas a las
variables discretas. Diversos paquetes comerciales de simulacion de eventos discretos
adoptaran algoritmos de busqueda global para el proceso de optimizacion, de acuerdo
con [13] y [7], como PROMODEL y SimRunner, AUTOMODS, AUTOSCHED y AutoStat
usan algoritmos genéticos. SIMUL8’s Optimiz usa redes neuronales. OptQuest usa
busqueda tabu, redes neuronales y busqueda dispersa (scatter search) empleado por los
entornos ARENA, CRYSTAL BALL. La razén o razones para eso, segun [11], son
indudablemente mudltiples, pues las propiedades de convergencia tales como
convergencia asintotica tienen una relevancia limitada en la practica, y los meta
heuristicos son generalmente rapidos, robustos y generan mdultiples soluciones
alternativas mientras estan enfocados en la busqueda de una solucion 6ptima. Pero, la
aseveracion de que la combinacion, de tales métodos meta heuristicos y su caracteristica
de robustez, con otros métodos que garantizan el desempefio son valiosas y seran parte

integral de futuras practicas de simulacion y optimizacion.

! Los meta heuristicos: recocido simulado, algoritmos genéticos, blsqueda tabu.
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2.3 Categorizacion de la estructura de simulacién/optimizacion

Ampliando la categorizacion hecha por [7] de los métodos empleados por la

simulacién/optimizacién® y considerando las contribuciones de [9-13] y [70] la tabla 1 fue

hecha y presentada en la secuela:

Tabla 1 - Metodologias de simulacién optimizacion

Tipo de | Categorias
variable de
entrada
Métodos basados en la estimacion e  Estimacion De las diferencias finitas(Finite difference Estimation)
del gradiente e  Estimadores proporcionales de probabilidad o funciones de
( Gradient base Search) Carson & tanteo(Likelihood ratio estimators or score functions)
Maria[18] e Andlisis de perturbacién (Pertubation Analysis)
1) e  Experimentos en el dominio de la frecuencia o analisis harmoénica
5( (Frequency Domain Experiments or harmonics analysis)
pd
E Métodos de no gradiente (No . Neider-Mead Simples
o gradient based e  Hooke & Jeeves
8 methods)Swishwer[23] e Camino de muestreo(Sample path method)
u . Simulacién reversa (Reverse-simulation)
2 e Dilatacion de eventos en el tiempo(event Tiempo dilation)
3;: Aproximacion estocastica (Stochastic Approximation)
> Método de las superficies de respuesta (Response surface methodology)
Meta heuristicos (Heuristics ¢  Recocido simulado(Simulated annealing)
methods) e Algoritmos genéticos(Genetic algorithms)
0 estrategias generales de e  Estrategia evolutiva(Evolutionary strategies)
bisqueda el cambio para meta e  Busqueda Tabu (Tabu search)
heuristico es méas contemporaneo o BuUsqueda Simplex (Simplex search)
Métodos estadisticos (Statistical Para un numero e Seleccion y tanteo (Ranking and
methods) pequefio de selection R&S)
soluciones e  Procedimientos de comparacion multiple
factibles (Multiple comparison procedures)
e  Optimizacién retrospectiva
(Retrospective optimization)
Grande numero e  Optimizacion ordinal (ordinal
de  soluciones optimizacion)
Factibles e  Estrategias generales de busqueda —
meta heuristicos
0 e Busqueda randdémica (Random
|<5 Search)
L
4
5
[a) Métodos de optimizacién no para métrica. Estos métodos son empleados cuando, debido a cambios estructurales
ﬂ en el sistema, la funcién objetivo cambia a cada iteracién. Algoritmos genéticos fueran usados con éxito en tales
7 aplicaciones.
é Equipos Asincronas (A Teams-asynchronous team) Es un proceso que involucra una combinacion de varias
<>E estrategias de resolucion de problemas en una Unica herramienta. Por ejemplo algoritmos de busqueda global
afiadidos con algoritmos de busqueda local.
*Segun Tompkins & Azadivar [20]:
2

Las seis categorias: Métodos de busqueda basado en el gradiente, Optimizacién Estocastica,

Metodologia de la superficie de respuesta, Métodos heuristicos, A-Teams y Métodos Estadisticos
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“Los métodos continuos intentan estimar (o usar la estimacion) del gradiente de las medidas del
desempefio con respecto a las variables de decision. Ya el termino busqueda directa implica que ninguna
informacion concerniente a la forma analitica de la funciébn es explotada. En general, los métodos de
basqueda directa no usan la informacion derivada, ellos requieren solamente el valor de funcién objetivo

para un dado conjunto de valores asignados a las variables de decision”.

Los problemas de simulacion/optimizacion pueden ser formulados a través de dos
caminos alternativos: el primero tratase de un problema de maximizacion o minimizacion
del valor esperado de la funcion objetivo de un sistema; el segundo representa maximizar
o minimizar la dispersion de la respuesta al revés de su valor esperado [9-10]. En [12] se
define una funcion real que combina todas las variables de salida del simulador dentro de
una Unica variable de salida estocastica el objetivo entonces seria optimizar la funcion de
simulacion de respuesta.

La naturaleza estocastica de la salida del proceso de simulacién afiade complejidad
al problema de optimizacion. Para Carson & Maria [7] un modelo general comprende n

variables de entrada (xi, X2,... X5) Y m variables de salida (fi(x), 2(x),..../n(X)) 0 (Y1,Y2,...,Ym),

figura 4:
L, — —> .
: —»
—> V2

X2

Modelo de simulacién
—_— » v,

Retroalimentacién en
/ progreso
Modelo de Estrategia de

simulacién Ytimizacién

Salida

\ 4

Entrada

Figura 4 Un modelo de simulacién y el diagrama basico de optimizacion basad en simulacién segin Carson
& Maria [18]

La figura 5 presenta la compilacion de las formulaciones mencionadas
anteriormente.




MAX (MIN) F(y)

Variables de decision o
parametros de entrada

W= (W1, W2pes Wp)

Algoritmo de
optimizacion

Modelo de
simulacién

Variables de salida o
respuestas de salida
Y =(Y1,Y2,..,Yq)

E[f(w1, w2, Wp)) O
E[C(Y(w))] = F(w)

Sujeto a

Limite inferior < Y;< limite superior p/i=1,2,...,q

C(Y) o f(Y)

Combinan las q
variables de salida
dentro de una Unica
variable de salida
estocastica.

También puede ser
escrita como:

Yo =1(Yo)

Figura 5 Diagrama del proceso de simulacion/optimizacion considerando las formulaciones presentadas

24
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2.4 Proceso de optimizacion multiobjetivo (OM) a través de algoritmos evolutivos

2.4.1 Definiciones

Los modelos de optimizacion multiobjetivo han ganado mdltiples aplicaciones en las
Ultimas décadas en diversas areas de la ingenieria [21], [24], [32], [33], [65] y [78].
Considerando que la mayoria de los problemas en ingenieria son de naturaleza conflictiva
donde los mudltiples objetivos compiten por los mismos presupuestos, mismos recursos
como maquinas e instalaciones, mismos operadores o mantenedores y por la misma
estructura del sistema. Asi la tarea de maximizar la disponibilidad del sistema, de acuerdo
con el caso estudiado en esto trabajo, podra indicar en algunos casos, el aumento de los
costos de operacion que tan poco son deseados por los analistas del sistema.

Asi como un problema de optimizacidon multiobjetivo propone la optimizacion
(minimizacién o maximizacion) de un conjunto de funciones, habitualmente en conflicto
entre si, la existencia de multiples funciones objetivo sugiere la diferencia fundamental
entre este tipo de optimizacion y la optimizacibn mono objetivo: no existira una Unica
solucion al problema, sino un conjunto de soluciones que invocaran diferentes
compromisos entre los valores de las funciones a optimizar. La formulaciébn de un
problema de optimizacién multiobjetivo y su formulacion podra ser visto en detalles en
Nemaschnow [14].

En la secuela presentase un resumen de algunos puntos especiales a cerca de la
optimizacién multiobjetivo:

e El sentido usual de “optimal” no se emplea en el caso de objetivos multiples debido
a que una solucibn en la que se busque optimizar todos los objetivos
simultAneamente, en general, no existe. Al revés, la busqueda de una solucién
factible procura el mejor comprometimiento (mejor soluciébn que satisfaga la
mayoria de los objetivos) con los objetivos dentro de un conjunto llamado
soluciones eficientes ( Pareto optimal, non dominated);

e La identificacion de la mejor solucibn comprometida requiere que la preferencia del
decisor sea expresada siempre considerando:

e Los multiples objetivos encontrados en los problemas de la vida real pueden

frecuentemente ser expresados como funciones matematicas de varias formas. O
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mejor dicho, no solamente nos confrontaremos con objetivos en conflicto sino con
objetivos de diversas estructuras.

e Los multiples objetivos afiaden mas dificultades a los problemas de optimizacion
combinatoria y son muy dificiles de resolverse exactamente aun cuando sean

derivados de problemas simples de optimizacion con un solo objetivo.

2.4.2 Los métodos de optimizacién multiobjetivo — vision general

Los métodos clasicos para la optimizacion multiobjetivo segun Gen [15] [78] y Deb
[16] [79] se dividen en dos categorias:

1. Métodos de enumeracion

2. Métodos basados en preferencia

En el primero se presenta todo el conjunto de soluciones no dominadas al decisor
para que el elija la solucion que mejor contemple los objetivos. El segundo esta basado en
una eleccién de una solucion del conjunto de soluciones no dominadas que represente el
mejor compromiso y este compromiso es expresado a través de funciones analiticas que
van componer los objetivos basados en un determinado grado de preferencia. Deb [16]
[79] presenta también otra clasificacién o de grano mas fino:

1. Métodos de no preferencia

2. Métodos de seleccién a posteriori
3. Métodos de seleccion a priori

4. Métodos interactivos.

En realidad la segunda clasificacion extiende los métodos basados en preferencia
en tres otras sub-categorias. De los métodos basados en preferencia destacamos los
métodos:

Método de la suma pesada;

b. Método de la funcién de utilidades;

c. Método de la restriccion-€;(dénde el € representa el limite superior de la
funcién de escenarios metida como restriccion del problema);

d. Métodos de las métricas pesadas;

Método de Benson;

N 0]

Método de la funcion valor;

Método de programacion por metas;

= (o]

Método de Pareto;
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i. Meétodo lexicografico

Una descripcion mas detalladas de estos métodos se encuentra en Deb [78] y Gen
[79]. Asi la complejidad inherente a los problemas de optimizacion multiobjetivo plantea un
dificil reto para resolucion mediante algoritmos exactos deterministicos a medida que
crece la dimension del espacio de soluciones. De este modo, las técnicas clasicas
enumeradas anteriormente, como también los algoritmos enumerativos o los métodos
exactos de busqueda local, basado en gradientes o que utilizan las técnicas estandar de
programacién deterministicas — métodos algoritmo glotdbn (greedy), técnicas de
ramificacion y acotamiento etc. [14] [80]

Una estrategia que ha ganado muchos adeptos en los ultimos afios es el uso de
algoritmos evolutivos (AEs) que se han popularizado como métodos robustos y efectivos
para la resolucion de problemas de optimizaciéon tanto con uno como para mdultiples
objetivos.

Los AEs basan su funcionamiento en la simulacion del proceso de evolucion natural
[15]. Consisten en una técnica iterativa que aplica operadores estocasticos sobre un
conjunto de individuos (la poblacién) con el propdsito de mejorar su grado de adaptacion
al problema, o desempefio o su fithess, una medida, que en la mayoria de las
aplicaciones, estéa relacionada con la funcién objetivo del problema en cuestion.

Cada individuo de la poblacion representa una solucién potencial del problema,
codificada de acuerdo a un esquema de representacion, generalmente basado en
nameros binarios, reales o ambos en las formulaciones de acuerdo con los algoritmos
mas contemporaneos.

Asi el proceso evolutivo inicia con la creacién de una poblacién aleatoria y luego
evoluciona mediante la aplicacion iterativa de interacciones denominadas operadores de
reproduccion que incluyen recombinaciones de individuos (cruzamientos) 'y
modificaciones aleatorias (mutaciones). Esta evolucién es guiada por una estrategia de
seleccion de los individuos mas adaptados a la resolucion del problema, de acuerdo a sus
valores de desempenio ( fithess) [14][80].

Ahora los algoritmos evolutivos multiobjetivo, AEMO tienen la potencialidad de tratar
problemas con objetivos multiples, ya que trabajan en paralelo sobre un conjunto de
soluciones, hallando en cada ejecucion un conjunto de soluciones aproximadas a la
frontera o frente de Pareto. Tal caracteristica permite a los AEMOs abordar problemas

con espacio de soluciones de grande dimension.
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La frontera de Pareto representa las soluciones que estan en las orillas del espacio

de soluciones entre los objetivos vy

su determinacion, esta basada en la importante

definicién de dominancia complementando lo dicho anteriormente.

Dice que una solucién x* domina otra xX® cuando:

1. La solucién x) no es peor do
paratodo j=1,2,...,M.

2. La soluciéon x es estrictament

que x® en todos los objetivos, o f; (x1) * f; (x?)

e mejor do que x® en por lo menos un objetivo o

f, (x") < f,(x*), paraporlomenosun j€ 1,2,..,.M

Si cualquier una de las condiciones arriba es violada, La solucién x¥) no domina la

solucion x®. si xY domina la solucié
también escribirla en cualquier una de
e x® es dominada por x“);
e x% no es dominada por x*?, o;

e x% es no inferior a x®

Mayores detalles buscar en Deb |

Pareto o frente de Pareto que contiene

n x® (o matematicamente x! < x2), acostumbrase

las formas siguientes:

6] [16]. La figura 6 siguiente presenta la frontera de

las soluciones no dominadas.

»
»

/ Frente de
‘r (@) / Pareto
O OO o o OO
© o O O OO Soluciones No-dominadas

O O (Puntos de la frontera del Pareto)

s |0 © o o \Y

= o

--46—3, @) C Soluciones

8 Dominadas

L (Punto interior)
Objetivo Q(x)

Figura 3 Identificacion de la Frontera de Pareto

Para Nemaschnow [80], un AEMO posee dos operadores especiales que no

aparecen en la estructura genérica de un AE. Tales operadores son:

A. El operador de diversidad
prematura a un sector de la frontera

etc.).

aplica una técnica para evitar la convergencia

”n ” 7

de Pareto (nichos,” fithess” ” sharing”, “crowding”,
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B. El operador de asignacién de “fithess” orientado a brindar mayor chance de
perpetuarse a aquellos individuos con mejores caracteristicas, considerando los valores
de las funciones objetivo y los resultados de la métrica para evaluar la diversidad.

Para este trabajo fue elegido el algoritmo genético multiobjetivo de segunda
generacion llamado NSGA II.

Non-dominated sorting genetic algorithm Il (NSGA-II) es la sigla de uno de los mas
populares cédigos genéticos producidos en los ultimos 10 afios. Primeramente codificado
por Deb, Kalyanmoy y otros en 2002 [16].

Tratase de un algoritmo genético elitista multiobjetivo con complejidad O(mn?) que
proporciona una frontera de soluciones no dominadas, conjunto 6ptimo de Pareto como
visto anteriormente, en una Unica generacién de la poblacion de tamafio n y m funciones
objetivo. Tanto el NSGA-II cuanto el SPEA-II [81] (Strength Pareto Evolutionary Algorithm
II) son exponentes del enfoque basado en el concepto de dominancia de Pareto o
abordaje basada en el conjunto 6ptimo de Pareto que, computacionalmente hablando,
ocurre por la formacién de una lista de clasificacion y/o ordenacion o de “fitness” de los
individuos o soluciones por medio de sucesivas comparaciones considerando que la
solucion mejor comprometida con todos los objetivos simultdneamente va estar en la
cumbre de tal lista.

NSGA-II he estado en el foco de inUmeros trabajos en diversas areas da ingenieria,
como por ejemplo en [82-89]. Otros trabajos exploran desde la mas simple comparacién
de desempefio con otros algoritmos como sus contemporaneos SPEA-2 [108] e o0 HGA2
[90] como también con algoritmos contiendo mejoramientos que lo rebasan en algun
aspecto [91-98]. Ademas de muchas otras propuestas de modificacion o hibridizacién [99-
103]. Como por ejemplo en el trabajo Ishibuchi y Narukawa donde al NSGA-II es
incorporado un conjunto de informaciones tipo cualitativas para la disminucion del
esfuerzo computacional en la busqueda del mejor conjunto de soluciones [104]. O como
en Deb y Tushar donde realizase la fusion del NSGA-II con un algoritmo escalador como
mecanismo de busqueda local [105]. En Pawan y Deb NSGA-II es integrado a una red
neuronal [106].

Alteraciones para funcionamiento en paralelo como en Nemaschnow [14] y mejorias
de sus operadores de seleccion, cruce y mutacion [107-110] que en muchas veces estan
enfocados en mejorias marginales sacrificando, en algunos casos, la simplicidad de su
codigo [111].
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Pero la popularidad del NSGA-Il no esta solamente basada en la disponibilidad
publica de su codigo en la internet, mas también a su enorme eficiencia pues actia
eficientemente en la manera como establece un orden total en la poblacion y tal orden es
uno de los aspectos llaves para lograrse la eficiencia algoritmica principalmente cuando
tratase de optimizacion multiobjetivo [111].

Y por esto que NSGA-II fue, por un largo periodo, considerado el estado del arte en
el area de optimizacion evolutiva multiobjetivo.

Se puede verlo incorporado al Open Beagle (Beagle — Engine is an Advanced
Genetic Learning Environment) que representa un ambiente de alto nivel o estructura
genérica de computacion evolutiva destinado a la exploracién de la programacion
genética [112]. Como también el Paradiseo (Parallel and Distributed Evolutionary
Computation framework) que se trata de una estructura abierta orientada a objetos y
dedicada al disefio de metaheuristicos basados en soluciones o0 basados en
poblaciones®[113]. NSGA-II inspir6 la creacién del SSMO (Scatter Search algorithm for
multiobjective  optimization) incorporado en la plataforma DEME (DistributEd
MEtaheuristics)[114] dedicada al estudio de problemas de optimizacion multiobjetivo
desarrollada por el personal del NEO (Networking and Emerging Optimization) de la
Universidad de Malaga Espafa. Figura también en el desarrollo de Sastry como motor de
optimizacién multiobjetivo para el SIMGAT++ (Single and Multiobjective Genetic Algorithm
Toolbox in C++) [115]. Y también es utilizado en aplicaciones comerciales diversas como
por ejemplo la OptinGen library que se trata de una interfaz de programacion orientada a
objetos que incorpora muchas técnicas de optimizacion [116].

NSGA |l utiliza un mecanismo de preservacion de la diversidad muy explicito
llamado operador de “crowding”, que no requiere parametros, en vez de usar nichos.
Utiliza también un esquema de seleccion dénde la poblacion de padres se compara con la
poblacién de hijos. Ademéas de contar con el uso de elitismo es mucho mas eficiente,
computacionalmente hablando, que su antecesor NSGA y es un algoritmo altamente
competitivo en convergencia a la frontera de Pareto.

Las caracteristicas principales del algoritmo NSGAII son [14]:

® Metaheuristicos basados en soluciones corresponden a la familia de algoritmos de busqueda local que a
partir de una solucion inicial, generada randémicamente por otro método de optimizacién, buscan encontrar
la mejor solucidn al problema postulado. Metaheuristicos basados en poblacion corresponden a la familia de
algoritmos de bisqueda global que inician su proceso a partir da generacion de una poblacion de soluciones
candidatas y por medio de operadores especiales evolucionan la poblacion original hasta encontraren la
solucion mejor adaptada al problema.
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1. El ordenamiento no-dominado elitista mediante una técnica de comparacion que
utiliza un sub-poblacion auxiliar, que le permite disminuir la complejidad de los
chequeos de dominancia de O (MP®) a O (MP?), donde M es el nimero de
funciones objetivo y P el tamafio de la poblacién utilizada.

2. La preservacion de diversidad mediante una técnica de “crowding” que no
necesita especificar parametros adicionales.

3. La asignacion de valores de “fitness “en base a los niveles o rangos de no
dominancia se hereda del NSGA original, aunque se considera en el
procedimiento de asignacion de los valores de distancia “crowding” utilizados
para evaluar la diversidad de las soluciones.

Para el procedimiento completo del NSGAII ver el articulo en el anexo.

Las tablas 3 y 4, compiladas de [17], en la secuela sitian cronoldgicamente el
desarrollo de los principales algoritmo genéticos empleados a la optimizacién multiobjetivo

en relacion al NSGA 1I:



Tabla 2 Desarrollo de los AG multiobjetivo

Nombre de los autor(es) y | Nombre de la sigla | Comentarios
fecha en Ingles
VEGA — Schaffer/1985 Primero | Vector  Evaluated | Fue una extension del programa Grefenstette's
meta heuristico utilizado Genetic  Algorithm | GENESIS. VEGA selecciona los mejores individuos que
(VEGA) satisfagan las condiciones de uno de los objetivos sin
mirar para los otros. Esto implica que otros individuos
que tengan un mejor desempefio en relacién a los otros
objetivos podran no sobrevivir debido a este mecanismo
de seleccion.
MOGA93 por Fonseca Yy | Multiple Objective | En su proceso de “rank” la posicion de uno individuo es
Fleming 1993 Genetic igual al nimero de soluciones que dominan o estan
Algorithm(MOGA93 | relacionadas a este mismo individuo.

)

NSGA por Srinivas y Deb -
1994

Non-dominated
Sorting Genetic
Algorithm NSGA

El NSGA implementa el proceso de seleccion de
Goldberg en lo cual el “fitness” de un individuo es igual a
su area o capa de dominio computado por el “fitness” de
la poblacién en la base del dominio.

NPGA por Horn, Nafpliotis y | Niched Pareto | NPGA combina los principios de la dominancia y del
Goldeberg, 1994 Genetic  Algorithm | torneo de Pareto donde dos individuos competidores y
(NPGA) un conjunto de individuos son comparados para

determinar el vencedor del torneo.
MOGA por Murata y Ishibuchi, | Multiple  Objective | Este método no esta basado en el principio del ranking
1995 Genetic  Algorithm | de Pareto, sino en la suma pesada de las funciones
(MOGA) objetivo combindndolas dentro de una funcion

escaladora de “fitness” que usa un generador de valores
pesados en cada interaccion. Después, los autores
acoplaron una busqueda local con un algoritmo genético,
introduciendo el principio del algoritmo “mimético” para
problemas multiobjetivos

MGK por Morita, Gandibleux y
Katoh, 1998

Method of Morita,
Gandibleux and
Katon (MGK)

El método distribuye soluciones igualmente voraces o
eficientemente soportadas, dentro de una poblacién
inicial de tal manera que el algoritmo se inicialice con
una buena informacion genética. El problema de la
mochila con dos objetivos fue usado para validar el
principio. Este método se transformé en el algoritmo
mimético cuando una busqueda local fue aplicada en
cada una de las soluciones potencialmente eficientes.

SPEA por Zitzler y Thiele, 1998

Strength Pareto
Evolutionary

Algorithm (SPEA)

SPEA toma las mejores caracteristicas de optimizaciéon
multiobjetivo de los algoritmos evolutivos y las combina
para crear uno Unico algoritmo. Un problema de la
mochila multiobjetivo y con mdltiples restricciones fue
usado como benchmark para evaluar el método.

PAES por Knowles y Corne, | Pareto Archived | PAES es una estrategia evolutiva que emplea una
1999 Evolution Strategy | blisqueda local para generar una nueva solucion
(PAES) candidata y uno archivo de referencia para computar la

calidad de la solucién
MOGLS por Jaszkiewicz, 2001 | Multiple Objective | Este método combina un algoritmo exacto con
Genetic Local | heuristicos de busqueda local. Uno escalador aleatorio

Search (MOGLYS)

es empleado para seleccionar las soluciones y después
las re combina y el producto de la recombinacion es
mejorado usando un heuristico.

MOGTS por Barichar y Hao,
2002

Multiple  Objective
Genetic Tabu
Search (MOGTS)

Este método es un hibrido en el cual un algoritmo
genético es acoplado a una busqueda Tabu. MOGTS fue
evaluado por un problema de la mochila con mdltiples
restricciones
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Algoritmos de segunda generacion

Tabla 3 Desarrollo de los AG multiobjetivo segunda generacion

Nombre de los autor(es) y
fecha

Nombre de la
sigla en Ingles

Comentarios

NSGA Il Non-dominated | Nueva version basada en el NSGA que es mas
Sorting Genetic | eficiente, computacionalmente hablando, usa elitismo
Algorithm y un operador de comparacion saturado que
NSGA. 2000 mantiene la diversidad sin la especificacién de
parametros adicionales.
SPEAI Strength Pareto | Tiene tres diferencias principales del SPEA:

Evolutionary
Algorithm
(SPEA).2001

e Incorpora una estrategia de ‘fitness” con
ajuste fino (‘finegrained fitness assignment
strategy” ) que lleva en cuenta, para cada
individuo: el ndmero de individuos que lo
domina y el ndmero de individuos que son
dominados por él.

e Usa una técnica de estimacion de densidad
por vecindad mas cercana que, a su vez,
guia la busqueda mas eficientemente.

e Tiene un método mejorado de corte del
archivo que preserva las soluciones de
fronteras

MGA2 Toscano y Coello
2001

Micro Genetic
Algorithm 2 -
MGA2

Tratase de una version revisada del algoritmo pGA
que no requiere ningln parametro para ajuste fino y
propone un esquema dindmico de seleccién a través
de lo cual el algoritmo decide cual es el mejor
operador de cruzamiento a ser usado en cualquier
tiempo.
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3. Los Problemas de Asignacion de Redundancias (PAR)

Los problemas de asignacion de redundancias (PAR) estdn basicamente
relacionados con la busqueda de una determinada combinacion de componentes
alternativas que, debidamente asociadas a las componentes cuya confiabilidad desease
mejorar, proporcionan la mejoria de la confiabilidad global del sistema. Asi, son de
naturaleza eminentemente combinatoria que pueden ser considerados como un caso
especial de la programacion entera y, como tal han sido resueltos con métodos
tradicionales de corte o de busqueda o una combinacion de ambos como se puede ver en
[121],[122] o como problemas de programacion no lineal entera-mista en ambos los casos
con y sin restricciones. Los PAR son tradicionalmente resueltos en las formulaciones
mono o multiobjetivo y mas recientemente observase la exploracion de los PAR multinivel
y multiestado como se puede ver en [123], [124], [125], que agregan un grado aun mas
grande de complejidad a los PAR tradicionales estudiados y es en esta direccion que los
trabajos futuros en el area de los PAR camina (multinivel y/o multiestado).

Para la resolucibn de un PAR observase el creciente uso de procesos de
hibridacién de algoritmos combinando métodos heuristicos, redes neuronales, técnicas
difusas y algun método de busqueda local con todos los tipos de meta heuristicos para
mejorar la eficiencia computacional o con métodos exactos para reducir el espacio de
biusqueda ademas de la posibilidad de combinarse dos meta heuristicos como los
algoritmos genéticos(AG) y el recosido simulado como se puede observar en
[126],[127],[128],[129],[130],[131],[132] y [6].

Destacase en esto punto que los algoritmos evolutivos congregan caracteristicas
interesantes que los hacen capaces de manejar los PAR tanto en formulacion de uno
como de multiples objetivos y/o multiestado, pues, pueden manejar espacios no
continuos, no convexos Yy/o no lineales tanto cuanto las funciones objetivo que no son
explicitamente conocidas. Por lo tanto, los métodos actuales para la resolucion de los
PAR siguen en la direccién de la aplicacién de los algoritmos evolutivos diferentes dos
conocidos AG, a pesar de la elevada frecuencia de su aplicacién a los PAR, como por
ejemplo en [133],[134],[135], y [136].

Observase que en los muchos articulos verificados anteriormente en este item que
para la prueba de los algoritmos aplicados a la resolucién de un PAR multiobjetivo

utilizase la formulacion general donde se busca maximizar la confiabilidad del sistema,
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minimizar os costos asociados a la asignacion de componentes como también minimizar
la masa (weight) e el volumen del sistema sujeto a restricciones de costo, volumen, masa
y de los limites relacionados con la cantidad de componentes que se hacen necesarias
como también de los limites de la confiabilidad del sistema. Matematicamente esta

formulacién puede ser vista en la secuela:

m
Max R, = 1-  1-r; Y
i=1 j=1
m n
MinC; = CijXij
i=1 j=1
m n
MinWg = Wij Xjj
i=1 j=1
m n
s.t Ci]-x,-j < CO
i=1 j=1
m n
W,-]-x,-j < Wo
i=1 j=1

xij < Npax 1= 1, 2, ..m
j=1

2

x,-]- = Nyuin 1= 1. 2, e, m
j=1

x; €Z%, i=12,.m; j=1,2,..,n

Donde

m — namero total de subsistemas o etapa

i — indice do subsistema, i=1, 2,..., m

j — indice de las componentes en cada subsistema, j=1, 2,..., n
rij — confiabilidad de la componente j en el subsistema i

Cij — costo de la componente j en el subsistema i

wj; — masa de la componente j en el subsistema i

Rs — confiabilidad total del sistema paralelo-serie

Cs — costo total del sistema paralelo-serie

Ws — masa total de sistema paralelo-serie
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C, — costo permitido para o sistema

W, — masa permitida para el sistema

a; — numero de escoja (posibilidad) de componentes para el subsistema i
Xij — cantidad de componentes j usadas en el subsistemas i

n; — Numero total de componentes que pueden estar en paralelo

Nmax — NUmero maximo de componentes que pueden estar en paralelo

Nmin — NUmero minimo de componentes que pueden estar en paralelo.

Los PAR pueden ser clasificados cuanto al tipo de redundancias: como de
componente pasivo en espera (cold standby), como componente activo en espera (warm
standby) y como componente siempre activo (hot stanby) o redundancia en paralelo
(parallel or active redundancy). Cuanto al tipo de componente a ser asignado: como de
componentes idénticas o de componentes no idénticas siendo los ultimos mas complejos
y mas proximos de los sistemas reales. A partir del nivel de redundancia de la
componente como: redundancia de componente (en nivel de componente individual),
redundancia modular (en nivel de subsistema) o redundancia en nivel de sistema
(redundancia de sistema). Y, a partir del estado de funcionamiento de la componente
como: binario donde la componente puede asumir solamente uno de dos estados
posibles, cero para la total falla o uno para el total funcionamiento o multiestado donde
entre la total falla y el total funcionamiento el sistema puede asumir multiples estados. Y
por fin también clasificalos a partir de la naturaleza del sistema: como reparable o no
reparable.

Para efecto de este trabajo considerase aun el enfoque donde todas las
componentes son idénticas que puede ser considerado como componencial basico pues
basicamente las componentes son descritas solamente en termos de tres atributos: masa,
volumen y confiabilidad individual.

Cuando ademas de los tres atributos basicos agregase a las componentes
otros atributos como: distribuciones de fallas y de reparacion, inspecciones, velocidad de
proceso y etc. Asi se tiene el enfoque componencial complejo. Que agrega un grado de
complejidad mas grande al problema, de acuerdo con los esfuerzos computacionales
requeridos. Tanto el enfoque componencial basico como en el complejo buscase
encontrar un valor mas adecuado para la confiabilidad individual de la componente que

coyuntamente con los otras componentes asignadas proporcionaran el valor total final de
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la confiabilidad del sistema, valor esto que depende de la estructura del sistema. En la
mayoria de los ejemplos observados los analices fueran hechos debajo una estructura

clasica paralela-serie, [6], cuya expresion general para su representacion es dada por las

ecuaciones:
R, =1- ’]7;1 1—-r; ,laconfiabilidad del sistema es dada por R, = K R
Donde
Ri — confiabilidad de uno subsistema i
rij— es la confiabilidad de una componente j, 1 < j < n; del subsistema i
nj— componentes en paralelo
k — subsistemas en serie
Si agregamos las dos expresiones tenemos
Ri=1- ’]7;1 1-r; ,y la confiabilidad del sistema es dada por R, =
1 R;

Donde

R; — confiabilidad de un subsistema i

rij— € a confiabilidad de uno componente j, 1 < j < n; do subsistema i
nj— componentes en paralelo

k — subsistemas en serie

Si agregamos las dos expresiones tenemos:

w
3

Més, como el valor de la confiabilidad solo asume su sentido completo cuando es
asociado a un determinado intervalo de tiempo, observase en la revision de los articulos
gue este aspecto es poco comentado y es en este contexto que la presente investigacion
esta inserida pues al considerar el enfoque componencial complejo lleva en consideracion
la influencia del tiempo pues los valores de la confiabilidad ahora son evaluados en
funcién del tiempo de funcionamiento del sistema. Ahora tratase de una componente que
en realidad es un subsistema (maquina o equipo) cuyos atributos principales no estan
solamente relacionados con la masa, el volumen y la confiabilidad individual. Y tal
subsistema representa una maquina de proceso que ejecuta una determinada tarea

dentro de una linea de produccién y, que es caracterizada pelos atributos en la secuela:
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a) Velocidad de operacion;
b) Tiempo de reparacion;

c) Costo de produccién;

d) Confiabilidad individual y;

e) Capacidad de produccion

Asi, la presente investigacion trata de la asignacion de redundancias considerando
gue al revés de componentes simples considerase subsistemas complejos con atributos
distintos de las triviales (masa, volumen, confiabilidad) encontrados en las resoluciones de

este tipo de problema combinatorio.

4. Disefio metodolégico

4.1 Definicion de los modelos conceptual y de simulacion del proceso de

produccion:

El sistema automatizado adoptado es representado pelo caso idealizado en
cuestion y es de tipo a eventos discretos. Este tipo de sistema requiere para su
tratamiento lenguajes y herramientas de modelaje especificas. En esta investigacion
adoptaran se las red de Petri para la especificacion del modelo conceptual del proceso de
produccién.

El modelo conceptual Petri permitié el planteamiento de todas las operaciones
involucradas, estableciendo claramente las transiciones y operaciones del sistema.
Permiti6 también de manera facilitada y visual cambios en el modelo de simulacién, asi
como la jerarquizacion de las secuencias de operaciones.

La ventaja de esta metodologia delante las diversas lenguajes existentes es que su
formalismo basase en una modelaje grafica simplificada con pocas reglas sintacticas
[117-120]. Otra caracteristica de interese es que el desarrollo l6gico de un modelo Petri se
asemeja a logica de programacion orientada a bloques de los entornos de simulacion
actuales como: ARENA, PROMODEL e o SIMULS.

El modelo conceptual norted la construccion del modelo de simulacion lo cual en su

forma final contiene cerca de 500 variables y:
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9 subsistemas correspondientes a cada una de las operaciones del modelo, de
acuerdo con el item 1.2, totalizando - 45 mddulos basico de proceso; 135 mdodulos de
decision; 90 modulos de asignacion de valores a las variables del proceso.

9 mddulos de asignacion de valores de las variables globales del sistema que son:
el numero total de fallas del sistema; tiempo total de paralizacion del sistema;
disponibilidad total del sistema; indice de pérdida de calidad del producto; los costos
globales (CMODC, CPPROS, CGM, CMANS) y sus correspondientes a nivel de
subsistemas (cmodcij, cpppros;j, cgm;; y cmans;j)

Vale resaltar todavia la caracteristica estocastica del modelo de simulacion. Eso
esta en el fundamento del argumento principal de esta investigacion debido la
imposibilidad de la construccion de una funcién que represente todas las relaciones del
sistema. Destacase también en el modelo de simulacién los diversos aspectos aleatorios
gue concurren en el proceso simulado como, por ejemplo: el proceso de falla y reparacion
de acuerdo con la tabla 4; la degradacion de la velocidad de produccién de una maquina a
partir de la ocurrencia de un determinado numero de fallas, ademas del proceso de colas
producidas en las maquinas regido pelas variables: tiempo de operacién de la maquina,
tiempo de espera por una pieza, tiempo de espera por otra operacion y el tiempo de falla.

Ya los modelos estocéasticos de falla/reparacion son atribuidos distintamente a la
cada maquina/robot, tabla 4. En lo que concierne a las fallas/reparacion de cada
magquina/robot fueran distribuidos exponencialmente con promedios distintos, tabla 4. En
esta tabla se ensefia también las distribuciones de los tiempos de inspeccién de
mantenimiento preventivo programados. Estos tiempos varian de acuerdo con el tipo de
inspeccién que en su vez dependen del nUmero de piezas producidas.

Es importante observar que tanto la topologia cuanto la asignacion de valores en el
modelo de simulacion es una tarea mucho dependiente de la experiencia del modelador.
Como consecuencia, la descripcion mas pormenorizada del modelo de simulacion de esta
investigacion seria ademas de largo también impropio. En el anexo 1 se presentan el

diagrama Petri con las tablas de definicion de las operaciones y transiciones del sistema.



Tabla 4 Distribuciones de falla y reparacion y los tiempos de inspeccién
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Fallas Tipo Distribucién unidades | Basado en | Tiempo de unidad
de falla tiempo reparacion es

Falla 1 Tiempo EXPO(350) Horas EXPO(350) EXPO( 1.5) Horas
Falla 2 Tiempo EXPO(400) Horas EXPO(400) EXPO(1.0) Horas
Falla 3 Tiempo EXPO(450) Horas EXPO(450) EXPO(0.85) Horas
Falla 4 Tiempo EXPO( 550) Horas EXPO( 550) EXPO(0.65) Horas
Falla 5 Tiempo EXPO( 650) Horas EXPO(650) EXPO(0.50) Horas
Falla 6 | Basado en | 1.0 Horas 100000 EXPO(0.25) Horas
inspeccién 1 tiempo

Falla 7 | Basado en | 1.0 Horas 150000 EXPO(0.50) Horas
inspeccién 2 tiempo

Falla 8 | Basado en | 1.0 Horas 250000 EXPO(1.0) Horas
inspeccion 3 tiempo

Falla 9 | Basado en | 1.0 Horas 300000 EXPO(0.65) Horas
inspeccion 4 tiempo

Falla 10 | Basado en | 1.0 Horas 350000 EXPO( 0.85) Horas
inspeccion 5 tiempo

Falla 11 Tiempo EXPO( 650) Horas EXPO( 650) EXPO(1.25) Horas
Falla 12 Tiempo EXPO( 850) Horas EXPO(850) EXPO( 1.0) Horas
Falla 13 Tiempo EXPO(1050) | Horas EXPO(1050) | EXPO(0.75) Horas
Falla 14 Tiempo EXPO(1250) | Horas EXPO(1250) | EXPO(0.50) Horas
Falla 15 Tiempo EXPO(1450) | Horas EXPO(1450) | EXPO(0.25) Horas
Falla 16 Tiempo EXPO(850) Horas EXPO(850) EXPO(1.25) Horas
Falla 17 Tiempo EXPO(1050) Horas EXPO(1050) EXPO( 1.0) Horas
Falla 18 Tiempo EXPO(1250) | Horas EXPO(1250) | EXPO(0.75) Horas
Falla 19 Tiempo EXPO(1450) Horas EXPO(1450) EXPO(0.50) Horas
Falla 20 Tiempo EXPO(1650) | Horas EXPO(1650) | EXPO(0.25) Horas
Falla 21 Tiempo EXPO( 300) Horas EXPO( 300) EXPO(1.5) Horas
Falla 22 Tiempo EXPO(350) Horas EXPO(350) EXPO(1.0) Horas
Falla 23 Tiempo EXPO( 400) Horas EXPO( 400) EXPO(0.85) Horas
Falla 24 Tiempo EXPO(450) Horas EXPO(450) EXPO(0.75) Horas
Falla 25 Tiempo EXPO(500) Horas EXPO(500) EXPO(0.50) Horas
Falla 26 Tiempo EXPO(500) Horas EXPO(500) EXPO(1.5) Horas
Falla 27 Tiempo EXPO(550) Horas EXPO(550) EXPO( 1.0) Horas
Falla 28 Tiempo EXPO( 600 ) Horas EXPO( 600) EXPO(0.85) Horas
Falla 29 Tiempo EXPO( 650) Horas EXPO(650) EXPO( 0.65) Horas
Falla 30 Tiempo EXPO(700) Horas EXPO(700) EXPO( 0.50) Horas
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4.2 Formulacion de las variables, objetivos y restricciones del modelo completo

(simulacién/optimizacion)

Las variables del proceso de simulacién optimizacion pueden ser clasificadas como

exdgenas y endbgenas al codigo principal, o sea, al algoritmo genético elitista AGE. Las

variables exdgenas son aquellas procesadas en el interior del simulador a partir de un

determinado escenario de operacion. Los elementos de cada escenario (configuracion,

mantenedores, costos y confiabilidades) son representados en el modelo, por un conjunto

de variables enddgenas generadas en el AGE.

Los objetivos de optimizacion, en su vez, son calculados con contribucion de los

dos tipos de variables. Para el caso idealizado en cuestion, son utilizados 4 objetivos en

conflicto, los cuales deben ser optimizados concomitantemente en la secuela:

Costo total de mantenimiento del sistema (minimizar)

Confiabilidad total del sistema (maximizar)

Costo total de operacion del sistema (minimizar)

Numero de mantenedores (minimizar)

El calculo de estos 4 objetivos esta condicionado a uno respectivo escenario de

operacion. Cada escenario, 0 sea, cada individuo del AGE es generado aleatoriamente y

constituido por las variables enddgenas en la secuela:

o

o

NUumero de mantenedores — variable entera numan € Z
Asignacion de maquinas/robots — variable binaria xbin;;

Confiabilidades esperadas de cada maquina asignadas o no en el sistema —
variable real entre O y 1;

Las 4 componentes del costo total de operacion del sistema — variables
reales

cmapa — Costo de la materia prima aplicada en el sistema
cmoop - Costo de la mano de obra para la operacion del sistema
cenerg Costo de la electricidad y otros combustibles

cenalt — Costo del empaque, almacenamiento y transporte |,
CFTM — Costo fijo total de mantenimiento — variable real
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Es importante tener en cuenta que algunas de estas variables hacen parte de los
objetivos de optimizacidn o mismo representan el propio objetivo de optimizacion, como
en el caso de las variables CFTM y numan respectivamente. Vale todavia destacar que la

variable xbin;; representa la asignacion de una maquina/robot i en la etapa j del sistema.

Esta variable juega un papel primordial en la produccion de la variabilidad de los

escenarios de operacion, pudiendo ser declarada segun:

Xbinij

0, paramaquina robot no asignado

(1)

maquina

1, para asignado

robot

La tarea de optimizar la confiabilidad de uno sistema siempre implica en el
consumo de recursos, sean ellos humanos, estructurales o financieros. Tales recursos
estan representados en el modelo por otro subgrupo de variables exdgenas, las cuales
representan costos directamente asociados a la asignacién de redundancias en la

secuela;

cmttpm;; — costo de utilizacion de herramientas, partes y mano de obra para
mantenimiento de la maquina j en el subsistema i.

cinstjj — costo de instalacion de una maquina j en el subsistema i .

cppm;; - costo por la pérdida de produccion de la maquina j en el subsistema i
debido a una parada por ocurrencia de una falla.

Costo general de administracion (CGA) del mantenimiento correspondiendo 10% de

la suma de los costos cmttpmij, cinstj; € cppm;;.
k n

CGA = xbin;; = cinst;j + cmttpm;; + cppm;;
i=1j=1
1)

Estos costos hacen parte de las dos funciones de costo principales del modelo: el
costo total de mantenimiento y el costo total de operacion del sistema. Tales funciones
acaban en su vez se convirtiendo en dos de los objetivos de optimizacion (objetivos 1y 3).

El costo total de mantenimiento (CMANS) posee dos componentes: el costo fijo total
de mantenimiento CFTM (variable enddgena) el costo variable total de mantenimiento
(CVTM) (variable exdgena). En la expresion del costo variable total de mantenimiento
entran todavia mas tres variables reales exdgenas:

CMODC — Variable costo/hora de la mano de obra directa
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CPPROS—-  Costo por la pérdida de produccion debido a no operacion

DTS - Disponibilidad total del sistema

La variable CMODC es exponencialmente dependiente del tiempo total de paralizacion,

1

termo numan * e 70" P

y dada por:

1
CMODC= [, ™, (numanxe 70" P + to; + tpm;; ) * cmodc;; * xbin;;

(2)

Dénde:
tpm,; - tiempo de paralizacion de maquina i en el subsistema j;
cmodc;; Costo de la mano de obra especializada por el mantenimiento de la maquina i en
el subsistema j;
to;j - Tiempo de operacion de la maquina i en el subsistema j;

Cada vez que una maquina/robot entra en el periodo de no operacion resultante de
una falla, uno costo estimado es asociado. Asi, el costo total por la pérdida de produccién

del sistema CPPROS es una variable real exdgena definida por las expresiones

ppmy; .
cppm;; = com;j X m X try; * xbin; (3)
CPPROS = } T cppmy; (4)

Onde:

e com; costo de operacion de la maquina i en el subsistema j

e ppm; productos producidos por la maquina i en el subsistema j

e npepm; numero de productos esperados producidos sin falla por la maquina i en el
subsistema j

e tr;; tiempo de reparacion de la maquina i en el subsistema j

Por lo tanto el costo variable total de mantenimiento, CVTM (variable real) es representado

por la expresion:

k
i=

n

1
1 }-";1 xbingjx numanxe 70 IP™Mij tojj+tpm;j *cmodcyj *xbin;; +1.1+ 1 ;-lebin,-l-* cinstyj+cmttpm;j+cppm;j

CVTM =

DTS

(5)
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La composicion final de la funcion del costo total de mantenimiento del sistema, CTMS es

dad por:

CMODC +1.1* CGA
DTS

CTMS = CFTM +

(6)

El costo total de operacion del sistema CTOP( variable real) es el resultado de la
suma de los costos relacionados con la aplicacion de recursos e insumos expresos por las
variables enddgenas reales cmapa, cmoop, cenerg y cenalt con limites pre-establecidos, y el

costo variable total de mantenimiento

TOC = TPPS * 0,05 * cmapa + TPPS * 0,15 * cmoop + TPPS * 0,10 * cenerg + TPPS = 0,06 * cenalt + CVTM
(7)

Donde

e cmapa — Costo de la materia prima aplicada en el sistema

e cmoop - Costo de la mano de obra para la operacién del sistema
e cenerg Costo de la electricidad y otros combustibles

e cenalt — Costo del empaque, almacenamiento y transporte

e TPPS - Numero total de productos producidos por el sistema
Finalmente, la confiabilidad total del sistema (Rs) es una variable real limitada entre
0 — 1 y fue calculada de acuerdo con la estructura del sistema, paralelo/serie, con

posibilitad de asignacién de maquinas/robots redundantes no idénticos:

ni; .
Ry= {4 1= L ,(1—ry*xbing) (8)

Ademas de las variables descritas anteriormente, el proceso de simulacion
suministra otras variables exdégenas estocasticas que dependen exclusivamente del
modelo de simulacion y que, por lo tanto, dependen del desempefio del sistema para uno

determinado escenario de operacion:

NTFS — namero total de fallas del sistema;

TPBPS — numero total de productos buenos producidos por el sistema. Es una
variable que identifica los productos que fueran producidos si ninguna alteracion
o considerados buenos.

DTS — disponibilidad total del sistema
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Asi, la tarea de evaluar la adecuacion de uno escenario de operacion (individuo) ha
uso, directo o indirecto, de ambos los tipos de variables del proceso (enddgenas y
exdgenas). En esto sentido cabe a las restricciones del problema la fundamental tarea de
balizar el proceso de determinacion de la adecuacion de cada solucién/escenario de
operacion.

En el proceso de evaluacion verificase la pertinencia o no del valor de las variables
de las restricciones a los limites predeterminados por el analista (LI limite inferior — LS —
limite superior). Las doce restricciones citadas, existe cuatro relacionadas a los costos.
Estos costos tienen su valor directamente relacionado al proceso de asignaciéon de
redundancias, siendo totalizados en el simulador a través de variables exégenas globales
identificadas por letras mayusculas asi definidas:

e Costo total de utilizacion de herramientas, partes y mano de obra para el
mantenimiento de las maquinas (variable exdgena)

CMTTPM = 1L, 7L, cmttpm; = xbin;; <LS 9)

1=

e Costo total de instalacion de maquinas (variable exégena)

n m
CINST = cinst;; * xbin;; < LS

i=1 j=1

(10)

e Costo total pierda de produccion de las maquinas debido a una paralizaciéon por
ocurrencia de una falla (variable exégena)

CPPM = cppm;j * xbin;; < LS
i=1 j=1
(11)
e Costo general de administracion del mantenimiento correspondiendo a 10% de la
suma de los costos cmttpm;, cinstj; e cppm;; (variable exdgena)

e CGA= [, jL(cmttpm;;+ cinst;; + cppmy;) * xbin;; < LS
(12)

El segundo conjunto de restricciones esta relacionado con las variables de los
objetivos principales siendo asi definidas:
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¢ Confiabilidad total del sistema (Variable exégena )
LI<R,<LS
e Costo total de operacion del sistema (Composicibn de variables —
endogenas y exogenas)
LI <CTOS <LS
e Costo total de mantenimiento del sistema (Composicién de variables —
endogenas y exogenas)
LI < CTMS < LS
¢ Numero de mantenedores (Variable endogena)
LI < numan < LS
e Costo fijo total de mantenimiento del sistema (Variable enddgena)
LI < CFTM < LS
El tercer y dltimo conjunto de restricciones esta relacionado con las tres variables
exdgenas estocasticas oriundas exclusivamente del proceso de simulacién y ya
mencionadas:
e Tiempo total de paralizacion del sistema LI<TPS<LS
e Numero total de fallas del sistema LI < NTFS < LS

e Disponibilidad total del sistema LI <DTS <LS

De esta manera el funcionamiento de todo el proceso esta basado en la correcta
definicién de los limites de las restricciones. Tal tarea depende mucho del grado de
familiaridad del analista con el sistema, pues, sin este conocimiento dificilmente se
estableceran los limites adecuados al proceso. En otras palabras los limites representan
los horizontes de los espacios de soluciones y de variables del problema que mantendran
el proceso de busqueda en la direccién deseada.

4.3 El proceso de interaccion entre el simulador y el optimizador

Diferentemente del proceso de optimizacion tradicional basado en la construccién
de funciones objetivo, se tiene aqui un proceso de optimizacion que no las utiliza de
manera usual. Todo el proceso es representado por uno conjunto de variables que son
definidas tanto en el AGE como en el simulador. Algunas son incorporadas a las
restricciones y otras se convierten en los propios objetivos d optimizacion como se podra

ver en la secuela.
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El proceso de simulacion optimizacion aqui empleado haz uso de dos herramientas
computacionales, el entorno de simulacion ARENA (simulador) y el algoritmo genético
NSGA Il (optimizador). El simulador produce las variables que seran utilizadas por el AGE
en la determinacion de la adecuacion de la solucion del problema.

La interfaz entre estas herramientas constituyese basicamente en una funcion
insertada en el codigo del AGE, que coordina el proceso de lectura y cambio de variables
endogenas y exdgenas entre los programas. Todo el proceso simulacional ocurre de
forma Unica, o sea, coordenado dentro de la rutina principal del AGE. El modelo de
simulacién entonces desempefia un papel importante en la tarea de verificacion de la
adecuacion del escenario de operacion, pues, contribuye con las variables que
representan la dindmica y la aleatoriedad del proceso.

El simulador genera subsidios parciales para la evaluacion del escenario, o sea, él
no debe ser entendido como una funcion de adecuacion solamente. El criterio de parada
introducido en el modelo de simulacion es el tiempo de funcionamiento del sistema
automatizado, o sea, el numero horas/dias/meses que el sistema debe funcionar durante
la simulacion.

La posicion del simulador en el flujo grama general del optimizador (NSGA 11) es de
fundamental importancia para el proceso de simulacion empleado. Como ensefiado en la
figura 8, cabe a lo AGE producir secuencialmente los escenarios de operaciéon. El
simulador recibe un escenario de cada vez y simula su operacion, tan realisticamente
cuanto mas detallado sea su respectivo modelo. Cabe a lo AGE, en la etapa posterior,
evaluar la adecuacion del escenario segun el criterio de no dominancia mencionado

anteriormente.
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Algorithm’s parameters (mutation, crossover and
selection)
Population length, Number of generations,
Number of objectives, Restrictions number
Fndnnenanlis variahles and their hniinds

v

Generate initial population Pg |

»| (ARENA) -
y Osgtrt?;g)n Simulation of each

Evaluate P individual (operations
0 / stages)
Create Py Exogenous

variables

Pt

h 4
| Apply genetics operators (Selection, mutation and crossover) |

¥

| New population Qt |

»| (ARENA) -
Simulation of each
individual
Evaluate Qt (operations stages)

Endogeno
Merge

us
Rt=PtUQt

Operation
A setting

variables

| Fill Non-dominated and crowdina distance sorting create |

| -
»I| P

Apply genetic operators
(Selection, mutation
and crossover) to
generate Qu1

Figura 4 Flujo grama de la estructura simulacién/optimizacién

Cuando un escenario de operacién es creado y enviado al simulador, archivo
entradaArena.txt, se establece la configuracién de las maquinas que seran accionadas en
el proceso, y a medida que el sistema avanza en el tiempo son calculadas las variables
exodgenas del sistema: Rs, CGA, CINST, CMTTPM, CMODC, NFTS, TPPS, TPBPS, DTS, CPPM
y el CVTM.

Como visto anteriormente parte de estas variables entra en el calculo de los
objetivos que seran optimizados, otras caracterizan aspectos de la eficiencia del sistema

para la configuracion de maquinas establecida en el escenario de operacion. Todas, sin
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embargo, sea directa o indirectamente, son incorporadas a la rutina del AGE de
verificacion de las restricciones del problema.

En esta rutina, el valor de las variables exdgenas, asi como de las variables
endogenas (supra-definidas), es comparado, en las restricciones del problema, a limites
pre-establecidos por el analista. Es justamente la satisfaccion de estos limites que
determina a adecuacion del escenario en cuestion. El escenario sera desechado en el
caso de una 0 mas de estas restricciones sea violada y, acepto, casa hay satisfecho a
todas las restricciones, asi como a todos los objetivos de optimizacion.

Determinada la adecuacion del escenario, el proceso de simulacion reanudase con
un nuevo individuo/escenario de operacion (generado anteriormente en el AGE). El
criterio de parada global del proceso es el nimero de generaciones, donde cada
generacion es constituida por un conjunto de individuos/escenarios de operacion. Vale
resaltar que el AGE manipula una generacion de cada vez, en cuanto que el simulador
manipula apenas un individuo/escenario de operacion a la vez. Esta caracteristica
demanda la inclusiébn de un mecanismo de espera en el AGE, permitiendo al simulador
realizar la simulacion de todos los individuos/escenarios de operacion.

Para facilitar la lectura de los datos de salida del simulador fue generado un archivo
llamado saidaArena_g”’X”.txt para 1<X<N donde N es el numero total de
generaciones, los datos de cada archivo saidaArena.txt son escritos en forma de linea no
en columna como fueran originalmente hechos en los archivos saidaArena_g’x” _i”y’.txt
asi vamos tener para N=50 cincuenta archivos contiendo 20 lineas cada que corresponde
a cada uno de los veinte individuos de la generacion de los experimentos, 2 a 4, de 50

generaciones.

Al final de todo el proceso evolutivo el archivo, generado por el AGE, best_pop.out
contiene las mejores soluciones de las “N” generaciones elegidas anteriormente. Las
soluciones son presentadas en forma de una tabla donde las tres primeras columnas
presentan los mejores resultados para cada uno de los “M” objetivos del problema. En la
secuela viene las “Z” columnas correspondientes al resultado obtenido en el calculo de
cada una de las restricciones, después vienen las columnas de las variables reales “xreal”
del problema, después las columnas de las variables binarias “xbin” del problema y las
tres columnas finales que corresponden a la violacidbn de las restricciones, rango y

“crowding distance”.



50

Cada archivo entradaArena.txt que corresponde a un escenario de operacion es

” 0 [Pl

salvo en la forma entradaArena_g’x”_i”y”.txt donde el “g” corresponde al numero de la

generacion y el “y” al numero del escenario.

4.4 Eleccién del mejor escenario de operacion

Tratdndose de optimizacion multiobjetivo, lo que se espera de los algoritmos
empleados en esta clase de problemas es que presenten un conjunto de soluciones que
estén compro misadas con todos los objetivos. Sin embargo, la eleccion final de una
solucién, dado que no se tiene una Unica solucién y si un conjunto de ellas, se da por el
empleo de un procedimiento de agregacion de informacion que puede ser realizado a
priori, mientras o a posteriori del proceso.

En a priori los criterios son establecidos antes del proceso ser ejecutado y
nortearan la construccion del conjunto 6ptimo de Pareto.

En mientras los criterios son insertados mientras el desarrollo del proceso que,
pueden ser variables resultantes de iteraciones anteriores o insertadas por el usuario.

Y, por fin en a posteriori el proceso se desarrolla sin interferencia del tomador de
decisiones y al final sobre el conjunto de Pareto encontrado se agrega la informacion
necesaria para la seleccion de una solucion.

Un procedimiento de agregacion de informacién puede ser de naturaleza técnica o
cuantitativa y no técnica o cualitativa. La primera se relaciona con datos técnicos como
especificaciones y variables de proceso relacionadas con el ajuste del sistema como un
todo. La segunda expresa la opinion del personal involucrado con el proceso de decision.

En esta investigacion optase por el proceso a posteriori dado que al término de
todos los experimentos los conjuntos de Pareto resultantes fueran preparados para la
aplicacion de los criterios de eleccion, tablas 7-12

4.5 Declaracion del modelo de prueba no lineal, mono-objetivo y no estocastico

Adicionalmente al problema multiobjetivo pretendiese también producir una
simplificacion para su resolucién. Tratase del desarrollo de un modelo mono objetivo
determinista y estético sin la influencia de las variables estocasticas, para esto un modelo

basado en la abordaje € restriccion (€-constraint methods or approach) Deb [79].
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Con los resultados del modelo simplificado se hara una comparacion con la
estructura de simulacion/optimizacion.

Entonces, el problema multiobjetivo original, descripto anteriormente, con cuatro
objetivos fue convertido en un modelo mono-objetivo no estocastico. Fueran fijados los
indices de confiabilidad individuales de cada maquina.

Los valores de los costos de utilizacion de herramientas, partes y mano de obra
para el mantenimiento de la maquina j en el sub-sistema i (CMTTPM,;), del costo de
instalacion de una maquina j en el subsistema i (CINST};), del costo asociado a la pérdida
de produccién de maquina j en el subsistema i debido a una paralizacidon por ocurrencia
de una falla (CPPMy), fueran prefijados y suministrados tanto cuanto la cantidad de
productos producidos (Tpps) para cada tiempo de funcionamiento del sistema, 720, 1440
y 2160 horas. No fueran consideradas las tasas de fallas de las maquinas como
también las tasas de reparacion de las mismas. La disponibilidad total del sistema (DTS)
fue considerada 0.90 para cada uno de los tiempos de funcionamiento simulados. El
modelo garantiza que por lo menos habra una maquina asignada en cada una de las
etapas o subsistemas.

El segundo y tercero objetivos de optimizacion, que representan el costo total de
mantenimiento del sistema y el costo total de operacion respectivamente, fueran
convertidos en restricciones del problema. Y el cuarto objetivo siguié siendo una variable
xreal O .

La constante A que aparece dentro de la ecuacion de la primera restriccion es un
valor fijo que representa el costo CMODC que, en la version multiobjetivo, es una variable
aleatoria que depende del tiempo de paralizacion del sistema. Asi el valor de la constante

A, que representa un valor fijo del costo:
n m 1
CMODC = (numan e 70°P™U + to;; + tpmy; ) * cmodc;; * xbin;
i=1 j=1

(14)
Y tiene su valor de 3973,99, 7959,12 y 11989,40 (U.M.) para 720, 1440 y 2160

horas respectivamente.
El modelo fue programado en lenguaje AMPL e fue utilizado o “solver” KNITRO
6.0 version estudiantii debido al ndmero reducido de variables empleado. Fueran
utilizadas 45 variables binarias y 5 variables enteras con 17 restricciones lineales. Asi la

declaracion del problema mono-objetivo se presenta en la secuela:
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Datos:

e, conjunto de etapas o subsistemas;

m, conjunto de maquinas que podran actuar en el sistema
n, nidmero maximo de maquinas;

k, nimero maximo de subsistemas o etapas

Cmttpm;; — costo de utilizacion de herramientas, partes y mano de obra para
mantenimiento de la maquina j en el subsistema i.

Cinstj; — costo de instalacion de una maquina j en el subsistemai .

Cppmlj; - costo por la pérdida de produccion de la maquina j en el subsistema i debido a
una parada por ocurrencia de una falla.

tpps, numero maximo de productos producidos por el sistema.
DTS, disponibilidad total del sistema

:,- - indices de confiabilidad de la maquina j en el subsistema i
Define:

Variable de asignacién de maquinas

xbin;j—i € e, j € m — variable de asignacion de asume:

1, para maquina asignada xbin[0].......... xbin[49]
0, para maquina no asignada

5<xreal 0 <20 Variable numero de mantenedores del sistema
0.1 <xreall1 <1.0-— cmapa—

1.0 < xreal 2 <3.0 — cmoop —

1.0 <xreal 3 <7.0—cenerg

1.0 < xreal 4 < 5.0 —cenalt

Variable costo fijo total de mantenimiento del sistema considerando la
configuracion 6ptima del sistema
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250x103% < xreal 5 < 350 = 103

Maximizar
k nj
RS = 1-— (1—TLJ*XblTlU)
=1 j=1
Sujeto a:
xreal 0 «CONSTANTE A +1.1+ f‘=1 ]7-‘=1 xbingj+ cinstjj+cmttpm;j+cppm;j
CTMS = xreal 5 + 7S < 3500x103

TOC = tpps * 0,05 = xreal[1] + 0,15 * xreal[2] + 0,10 = xreal[3] + 0,06 * xreal[4] + CVTM < 8000 * 103
k n
xbin;; <n
i=1j=1
k n
CPPROS = (cppmy; * xbin;;) < 900x10°
]

CINST

cinst;; * xbin;; < 1900 * 103
i=1 j=1
k n
CPPM = cppm;j * xbin;; < 10 * 103

i=1j=1
k n

CGA = xbin;; = cinst;j + cmttpm;; + cppm;j < 260 * 103
i=1j=1



54

5. Experimentos

Fueran realizados 6 experimentos al todo:

e Experimentos 1, 2 y 3 mono-objetivo constituido por 3 corridas para 720, 1440 y
2160 horas simuladas

e Experimentos 4,5y 6 de 720, 1440 y 2160 horas simuladas con 50 generaciones
de 20 individuos(1000 individuos generados por corrida) respectivamente

e Experimento 7 de 720 horas simuladas con 100 generaciones de 20 individuos
(2000 individuos generados)

e Experimento 8 de 720 horas simuladas con 150 generaciones de 20 individuos
(3000 individuos)

Cabe recordar que cada individuo corresponde a un escenario de operacion y que
cada conjunto de 720 horas corresponde a un mes de operacion sin interrupcion del
sistema. Estos individuos fueran sometidos al proceso de evolucion del AGE lo cual, de
acuerdo con el ya discutido, es guiado por los operadores de reproduccidén. Las
probabilidades de ocurrencia de estos operadores fueran:

e 0.7 para el cruzamiento y 0,02 para la mutacién — para las variables reales;
e 0.7 para el cruzamiento y 0.022 para la mutacion — para las variables binarias;

Estos operadores, que son responsables por la amplitud y diversidad de la
basqueda, tuvieran sus probabilidades de ocurrencia mantenidas constantes para
garantizar una cierta homogeneidad de busqueda entre los experimentos multiobjetivos.
De esta manera, se evitaran oscilaciones muy grandes dos resultados entre los 5
experimentos multiobjetivos.

Los experimentos produjeran una grande cantidad de dados agrupados por
generaciones. Cada generacion tuvo calculada su promedio, desviacion estandar y

variancia.
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6. Resultados: analisis y discusion

El andlisis de los resultados organizase en tres sub items: el primero presenta los
resultados para los objetivos principales del experimento mono objetivo; el segundo haz
una larga discusion acerca de la convergencia del AGE; el tercer discute y compara los
resultados obtenidos en todos los experimentos. En este Ultimo buscase también

responder la pregunta del final del item 1.2:

éCudl el escenario 6ptimo de operacion para el caso idealizado en cuestion, o sea,
aquello que maximiza la confiabilidad total del sistema y concomitantemente minimiza o

empelo de mantenedores y los costos de operacién y mantenimiento?

En todos los experimentos son evaluados 4 objetivos. En esta evaluacion haz uso
de indices de confiabilidad, costos y el numero de mantenedores. Los indices de
confiabilidad varian entre 0 y 1. Ya costos y el nUmero de mantenedores pueden asumir
valores cualesquiera, a pesar de los mantenedores sean una variable entera. De manera
a poder comparar estos objetivos de naturaleza distinta, son necesarios ajustes. Por lo

tanto, adoptase el procedimiento de normalizacién en la secuela:

Xi
Xn = n 2
i=1%i
(15)
Donde
Xn — valor de un punto normalizado
x; - valor de um individuo promedio de la generacioniconi=l1......... n

n — numero total de generaciones

N — orden de la matriz
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6.1 Experimento 1 mono objetivo

Una vez realizadas las simulaciones los resultados obtenidos fueran para los
objetivos:

Objetivo 1 — Minimizacion del costo total de mantenimiento del sistema (CTMS)

Objetivo 2 — Maximizacion del confiabilidad del sistema Rs

Objetivo 3 — Minimizacion del costo total de operacion del sistema (CTOS)

Objetivo 4 — Minimizacion del numero de mantenedores del sistema

Tabla 5 Resultados de los experimentos (1, 2 y 3) mono objetivo

Horas

simuladas Objetivo 1 | Objetivo 2 | Objetivo 3 | Objetivo 4 | Asignacion
720 horas 2522403,22 | 0,888 4123482 6 18

1440 horas 2700065,36 | 0,888 5902222 6 18

2160 horas 2930878,79 | 0,787 7734114 |7 17

6.2 Estudios de convergencia

En los experimentos multiobjetivos realizados observase que existe una tendencia

a la disminucién de la desviacion estandar y variancia de la generaciones con la evolucién

del proceso y a medida que el AGE acercase de su criterio de parada. Como sera

discutido en la secuela en AGE puede ser caracterizado, entonces, como una secuencia

de eventos discretos independientes, o sea, una cadena de Markov. De esta manera el

proceso tiene convergencia asegurada. Las graficas 2-6 ensefian esta convergencia del

proceso para todos los 4 objetivos para un mismo tiempo de simulacion (720 horas), pero,

con el nimero de generaciones variable, respectivamente 50, 100 y 150 generaciones.

Las graficas presentan los promedios de los objetivos en cada generacion.
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Se evidencio también que a pesar de la tendencia de disminucion de la dispersion,
el algoritmo sigue oscilando indicando que su proceso de busqueda continla hasta que
encuentre el numero de generaciones especificado. La convergencia de algoritmo
entonces puede ser explicada a través de un modelo de Markov.

El abordaje de Markov se aplica a la descripcion del comportamiento aleatorio de
un sistema que varia discretamente o continuamente con respeto al tiempo y espacio. Si
son discretos se llaman cadenas de Markov. Si son continuos se llaman procesos de
Markov. Para un proceso basico de Markov ser aplicable el comportamiento del sistema
debe ser caracterizado por:

1. La falta de memoria. Esto significa que los futuros estados del sistema son
independientes de todos los estados pasados excepto por el estado inmediatamente
anterior. Sin embargo un comportamiento aleatorio futuro del sistema solamente depende
de donde este en el presente y no donde estaba en el pasado y ni como el llego en su
presente posicion.

2. El proceso debe ser estacionario u homogéneo. En un proceso estacionario la
probabilidad de que haga una transicion de un dado estado al otro es la misma por todos
los tiempos pasados o futuros.

Entonces considerando esta pequeia introduccion para que un algoritmo genético
pueda ser analizado a través de una cadena de Markov €l debe representar un proceso
estacionario, sin memoria y que todos los estados puedan ser identificados o sea finito.
Segun Rudolph [138] [15] “la secuencia de mejores individuos encontrados en el tiempo
por un algoritmo genético simple es una cadena de Markov irreducible en el espacio de
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estados {0, 1, 2,...... n} la cual no converge aunque la esperanza lo hace” [14] [15]. Pero
esta situacion cambia cuando se incorpora al algoritmo genético un mecanismo de
elitismo.

El elitismos representa la capacidad del AG en identificar y guardar el mejor
individuo j hallado en una determinada generacion n que es insertado en la proxima
generacion hasta que sea remplazado por un nuevo individuo k mejor adaptado. Tal
caracteristica asegura la convergencia del algoritmo porque ahora no se corre el riesgo de
perder la mejor solucion una vez que sea encontrada.

Como visto en las graficas anteriores un algoritmo genético sigue oscilando o
explorando el espacio de busqueda infinitamente hasta encontrar algan criterio que le
ordene a parar. Por esto el algoritmo genético simple (no elitista) va encontrar o visitar el
optimo y lo perder infinitamente porque los operadores de cruce y mutacion lo estaran
impulsando continuamente a otro punto de la vecindad dentro del espacio de busqueda.
Tradicionalmente las probabilidades de cruce y mutacién son muy pequefias para evitar
oscilaciones muy largas que tornarian el proceso de busqueda méas oneroso tanto del
punto de vista computacional como del proceso de convergencia del algoritmo.

Las cadenas de Markov se caracterizan mediante un vector 1T y una matriz de
transicion P. El vector 1 representa la probabilidad de que la cadena se encuentre
inicialmente en un estado determinado. Cada elemento (i, j) de P representa la

probabilidad de pasar del estado “i” al estado j en una unica transicion. TP es un vector
fila en el que cada componente es la probabilidad de estar en cada estado después de
una transicion. TP* es un vector fila en el que cada componente es la probabilidad de

[ [
|

estar en cada estado después de k transiciones. Dos estados “I” y “j” se comunican si al
menos hay un camino de i a j y viceversa. Se dice que un estado es absorbente si no se
comunica con ningun otro estado. Se dice que una cadena de Markov es irreductible si
todos los estados se comunican entre si. La ilustracion 11 en la secuela presenta una

[
|

representacion grafica de un sistema de tres estados. La transicion del estado “” (circulo

superior de la derecha) para el estado “J” (circulo inferior de la izquierda) pasando por el
estado “int” (circulo en el centro). Las setas representan transiciones tanto ascendientes
como descendientes y a cada transicién se asocia una probabilidad. Percibiese también
gue existe una probabilidad de no transicion de uno estado para el otro o de permanencia

en el estado actual representada por la seta pequena.
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7 Probabilidad de no cambio de estado

Figura 5 Diagrama de transicion de estados Markov

Asi para el analisis de los Algoritmos genéticos mediante una cadena de Markov se
considera que un estado representa una determinada poblacién. Y el conjunto de todos
los estados es el conjunto de todas las posibles poblaciones [15]. Es claro que para casos
realistas la cantidad de estados posibles es muy grande. A pesar de tener una dimension
muy alta, el espacio de estados es finito, por lo cual cumple que la cadena de Markov es
finita. [94] Se puede representar a la matriz de transicion como un grafo, donde un vértice
corresponde a un estado y un enlace orientado del vértice i al vértice j una probabilidad
de transicion Pj de i a j cuando ésta sea diferente de cero. En el caso estudiando cada
individuo representa un vector de 95 variables de las cuales 45 son binarias (0,1) y 50
reales (float). Considerando 32 bits para cada una de las variables reales y un bit para las

binarias la longitud “I “de un individuo sera:
l=45x%x1 bit +50 % 32 bits = 1645 bits/individuo

Asi en conjunto de todas las posibles poblaciones de tamafio n corresponde al
conjunto de todos los estados de la matriz de transicion. Y nuestra matriz de transicion
tendra la siguiente dimension:

N nt2-1
2t-1

Donde

n- tamafo de la poblacion

| — longitud del individuo
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Las columnas de la matriz de transicién en la ilustracion abajo corresponderan a
una determinada poblacion x. El valor de un elemento p; de la matriz correspondera a la
frecuencia de surgimiento de una combinacién z de bits de un individuo. Cada linea
correspondera entonces a un vector que representa el nUmero de apariciones de una
determinada combinacion de bits z en todas las poblaciones. Y la probabilidad de cambio
de estado o surgimiento de la cadena z en la proxima poblacion esta representada pelo

efecto conjunto de los operadores de mutacion, cruce y seleccion.

Poblacién 0 hasta la poblaciéon N

0 1 2. N
= P4 Py
™ W
;\% P 2111 7 Pi,j

P= combinacion de bits z 0 hasta la n

llustraciéon 12 Matriz de transicion

Un algoritmo genético que solo contenga seleccién y cruce no es irreductible ya
gue tiene estados absorbentes. Un estado absorbente para el AG representa que todos
sus miembros o de una poblacién son exactamente iguales. Los estados no absorbentes
son considerados transitorios. Se ha demostrado que para un namero suficientemente
grande de generaciones, la cadena llega con probabilidad 1 a un estado absorbente
(después de n pasos). [121-125]

Pero, existe una probabilidad no nula de que el estado absorbente al que se
converja no sea Optimo(o no contenga al individuo 6ptimo). Si utilizamos un operador de
mutacion, los estados considerados como absorbentes se transforman en transitorios. Si
la probabilidad de mutacién es muy baja predomina el efecto del operador de cruzamiento
sobre el de mutacién. Bajo estas hipoétesis el conjunto de estados generados sera muy
parecido al conjunto de estados originalmente planteados. Entonces, el operador de
mutacion es importantisimo, pues servira para evitar la pérdida de informacion que puede
impedir que se alcance la solucién éptima. Incorporando el elitismo, que conserva la
mejor solucion encontrada a traves de las generaciones, es posible demostrar que los AG
elitistas convergen con probabilidad 1 a la solucion optima sin llevar en consideracion su

poblacién inicial [14-15]. Y adicionalmente si el método de seleccion es aplicado tanto a
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padres como a hijos el AG convergera al 6ptimo global sin considerar su poblacion inicial.
Entonces segun Kuri [15]:

1. Los AGs son una estrategia cuasi Optima para atacar problemas dindmicos.
2 Los AGs elitistas garantizan convergencia global en problemas estéticos.

Las consideraciones anteriores son vélidas para los algoritmos genéticos
multiobjetivos de acuerdo con Agapie [138]. Pero en esto caso la convergencia
estocastica al conjunto finito de elementos éptimos debe llevar en consideracion una
determinada métrica que mida la distancia entre puntos dentro de esto mismo conjunto,
gue en nuestro caso es representada pelo operador “crowding”. Asi de acuerdo con
Agapie [138]

“Considerando At como la poblacion de algun algoritmo evolutivo a cada iteracion t 20 y F= f (A)
asociado al conjunto imagen. Se dice que el algoritmo evolutivo converge con probabilidad 1 para todo el
conjunto de elementos minimos si d(F, F*)— 0 con probabilidad 1 con t—« de hecho converge con

probabilidad 1 al conjunto de elementos minimos si [1g«(F) — 0 con probabilidad 1 cont —co

Aqui F* denota el conjunto de elementos minimos”
Esta claro que d (F, F*) — 0 implica Ug«(F;) — 0. Mas en el primero caso el tamafio

de la poblacién que eventualmente crecera por lo menos al tamafio del conjunto F*. Si

(F,<) es una cadena entonces |(F*)| =1 (para un tnico objetivo).

Mas si (F.<)no es una cadena entonces (multiples objetivos) entonces |(F*)|

puede ser casi tan grande como el espacio de busqueda, y como consecuencia, el
tamafio de la poblacion debe ser manejable y con un tamafio maximo.
Desafortunadamente, este requerimiento hace con que los procedimientos de seleccién
sean méas complejos. Las demostraciones se encuentran en Agapie [139].

Como conclusion, la convergencia de un algoritmo genético elitista estd asegurada
aunque que el espacio de soluciones sea extremamente grande (p.ej. n*2*** donde n es
el numero total de individuos) pero finito. Y la velocidad de convergencia esta
condicionada a un determinado numero de generaciones y de individuos, considerando
valores pequefios para las probabilidades de cruce y mutacién [138], [139].

Asi cuanto mas grande sea este numero mas se acerca al “optimun” pero como
consecuencia habra mas tiempo de computo. En las aplicaciones de ingenieria donde el
‘optimun optimorum” no es una condicion sine qua non se puede aceptar buenas

aproximaciones.
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Al mantenerse constante el nUumero de generaciones con tiempos de simulacion
diferentes observase una oscilacion mas grande de los valores de los objetivos en los
experimentos de 1440 y 2160 horas en relacion al experimento de 720 horas, graficas 5y
6 respectivamente. Esto ocurrio debido a la presencia de mas eventos estocasticos
indeseados, como por ejemplo fallas, que provocaron una alteracion en la disponibilidad
promedia del sistema entre las simulaciones. Esta oscilacion era esperada, considerando
que algunos modos de fallas fueron definidos a través de modelos exponenciales con
promedios por encima de 1000 horas (ver tabla 4). Sin embargo, en el caso investigado,
para percibir la presencia de mas eventos aleatorios, el sistema debe ser sometido a un
tiempo mas grande de simulacion.

El tiempo de cdmputo para todos los experimentos fue:

e 720 horas/50 generaciones — 14 horas 26 min.
e 1440 horas/50 generaciones — 21 horas 46 min.
e 2160 horas/50 generaciones - 23 horas20 min.
e 720 horas /100 generaciones - 26 horas 58 min

e 720 horas /150 generaciones - 51 horas 44 min

Estos resultados ensefian que, por lo tanto, la importancia del dimensionamiento
adecuado de los tiempos de simulacion de los sistemas sujetos a eventos estocasticos.
Tiempos de simulacion relativamente grandes propician una posibilidad mas grande de
ocurrencia de fallas que vengan interferir en el desempefio global del sistema. Ya tiempos
relativamente cortos pueden no capturar esas mismas aleatoriedades.

Los resultados ensefian también la importancia del nimero de generaciones del
experimento. Como esperado para procesos estocasticos, cuanto mas grande es el
namero de simulaciones mas grande es la posibilidad del AGE hallar soluciones mas
proximas del optimo global.

Ademas del anteriormente dicho, los tiempos de computo de los experimentos
fueron muy largos seria importante probarlos con una computadora con mejores

caracteristicas de “hardware”.
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Pero el algoritmo genético sigue siempre mejorando las soluciones a medida que
se le da mas tiempo. Implementaciones mas contemporaneas consideran, de acuerdo con
[142], otros criterios de parada del AGE que podrian ser probados para alcanzarse un
proceso de convergencia con tiempo de computo mas pequefo. Estos criterios de parada
son:

1. La variancia del desempefio “fithess” — En esta opcion el AG se detiene una vez que la
variancia del “fitness” de la poblacion este debajo de un valor pre-determinado.
2. El mejor desempefio “fitness” — Esta opcion el AG se detiene cuando el “fitness” del

mejor individuo en una poblacién rebasa un valor pre-determinado.
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3. El desempefio “fithess” promedio- En esta opcion el AG se detiene cuando el fithess
promedio de la poblacién rebasa un valor pre-determinado.

4. Cambio en el mejor desempefio “fithess” — En esta opcion el AG se detiene cuando un
cambio en el desempeno “fitness” de una poblacion comparado a de una generacion
anterior este debajo de un valor especificado.

5. Cambio en el desempefio “fitness” promedio — En esta opcion el AG se detiene cuando
un cambio en el desempeno promedio “fitness” de una poblacion comparado a de una
generacion anterior este debajo de un valor especificado.

6. Cambio en la variancia del desempefo “fithess” — En esta opcion el AG se detiene
cuando un cambio en la variancia del desempeno “fitness” de una poblacion comparado a
de una generacion anterior este debajo de un valor especificado.

7. Cambio en el mejor objetivo — En esta opcion el AG se detiene cuando el cambio en el
valor del objetivo del mejor individuo de la poblacion, en relacion a generacion anterior,
este debajo de un valor especificado.

8. Cambio en el objetivo promedio - En esta opcion el AG se detiene cuando el cambio en
el valor del individuo promedio de la poblacion, en relacién a la generacion anterior, este
abajo del valor especificado.

9. Criterios relacionados con el numero de fronteras, nimero de individuos en la primera
frontera y cambios en las fronteras estos Ultimos para algoritmo basados en los conceptos

de dominancia y fronteras de Pareto
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6.3 Andlisis de los resultados de los experimentos — multiobjetivo y mono objetivo

6.3.1 Consideraciones acerca del modelo mono objetivo

Un modelo simplificado a pesar de ser resuelto mas facilmente, no significa que
sea menos complejo. No obstante, se el desarrollo de esto modelo implicar en muchas
simplificaciones comprometiese la acuidad de sus respuestas y, entonces no servira al
proposito.

La consistencia del modelo simplificado presentado, item 3.5, est4 basada en la
apropiacion de las mismas formulaciones de los costos que fueran aplicadas en el modelo
de simulacion, pero, sin la influencia de toda coyuntura estocastica cuya representacion
simulacional buscase emular.

Los costos del proceso en cuestion son originados a partir de una determinada
configuracion de maquinas que por su vez haz parte de un escenario de operacion
definido anteriormente.

Esto esta basado en la formulacion clasica de los modelos de optimizacién de la
confiabilidad considerando el proceso de asignacion de redundancias/confiabilidades que
puede ser asi definido [5-6]:

Ry=f x,7r

Sujeto a

n

gij X, < b, fori=1,.... ,m,
j=1
lJ-ISxJ-Su], forj=1, 1
u —
ST <15, forj=1, N,

Vamos a denotar r; y x; como la confiabilidad del componente y el nimero de
redundancias en la etapa j, respectivamente. Sea la funcion f (xi,... X, , ... ry) que
representa la confiabilidad del sistema correspondiente. Supdngase que hay m recursos y
la cantidad disponible del recurso i es b; para i = 1,.., m. Y que gj (X; r;) denotan el
consumo de recurso i en la fase j para el nivel de confiabilidad del componente y nivel de
redundancia rj y x; respectivamente.

En otras palabras, como se puede verificar en la formulacion clasica de Kuo [5-6],
la asignacion de redundancias/confiabilidades determina un acrecimos en el consumo de
recursos tanto humanos, estructurales como de costos denotados por gj (x;, ;) limitados

por una cantidad b;.
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Las gréficas en la secuela, 7-9, ensefian la comparacion de los resultados

obtenidos en la estructura simulacién/optimizacion — SIMOPT — y el modelo simplificado

mono objetivo (MSMO). De un modo general la estructura SIMOPT superdé el modelo

MSMO en todos los objetivos.
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En la tabla 6, fue hecha una comparacion del objetivo 2 (Confiabilidad global del

sistema). La columna Promedio representa el promedio de todas las generaciones de las

corridas de los experimentos hechos en la SIMOPT.

Tabla 6 Comparacion entre los experimentos (1,2 y 3) mono y multiobjetivo - Objetivo 2 - Confiabilidad
global del sistema

SIMOPT MSMO
Promedio* |720/1440 horas | 2160 horas
Objetivo 2 | 720/50 | 0.871855091 | 0.88 0.78
1440/50 |0.863537541|0.88 0.78
2160/50 |0.75215673 |0.78 0.78
720/100 |0.853693481 | 0.88 0.78
720/150 |0.910970067 | 0.88 0.78

Dado la imposibilidad del modelo MSMO representar las caracteristicas
estocasticas inherentes del modelo idealizado en el trabajo él fue superado por la
estructura SIMOPT, por lo tanto, a pesar de suministrar resultados de confiabilidad
préximos de los promedios de las de las generaciones de individuos hallados en las
corridas de la SIMOPT, esta comparacion es inmaterial por dos motivos: uno que los
promedios de la poblaciones son obtenidos de un conjunto de dados cuyos sus mejores
individuos aparecen a partir de un determinado tiempo de ejecucién del proceso, en otras

palabras, estos promedios son obtenidos de un proceso que demora a estabilizar; otro
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motivo es que los valores promedios de la SIMOPT no indican las mejores soluciones del

proceso como se puede ver en las tablas 7-11.

6.3.2 — Consideraciones sobre la estructura SIMOPT

Fueran realizadas 8000 simulaciones. De todos los 8000 individuos generados, el
AGE seleccion6 40 escenarios de operacion distintos, que satisfacian todos los objetivos
y restricciones del problema, tablas 7-11. Estos escenarios seleccionados fueran
inicialmente agrupados segun el nimero de maquinas asignadas en el proceso. De
acuerdo con esto criterio, observase que el nimero minimo de asignaciones fue 15 y el
maximo de 42, para un universo variando de 9 a 45 maquinas. Aisladamente, sin
embargo, esto criterio no permite una eleccion satisfactoria del escenario de operacion.

Otro criterio que puede ser considerado, entonces, es la confiabilidad del
escenario. La confiabilidad de los escenarios seleccionados presentase levemente
oscilante con una tendencia de mejora con el aumento del numero de maquinas
asignadas (aumento de la redundancia). Es importante resaltar, sin embargo, que todos
los escenarios seleccionados presentaron confiabilidades elevadas 9arriba de 0.98) que
de un punto de vista practico haz este criterio también insuficiente para la toma de

decisiones.

Tabla 7 Mejores escenarios del experimento 4 720 horas 50 generaciones

Experimento 4 (Corrida 4) | 720 horas -50 generaciones

Objetivo 1 — Costo total de mantenimiento del sistema

Objetivo 2 — Confiabilidad total del sistema

Objetivo 3 — Costo de operacion total del sistema

Objetivo 4 — Nimero total de mantenedores del sistema
Escenario de operacion | Objetivo 1 Objetivo 2 | Objetivo 3 | Objetivo 4 | Asignacién de | Escenario de operacion

maquinas

1 2820206 0.998928 | 3624749 | 16 35 6.45
2 2792698 0.998885 | 3709403 | 16 35 5.92
3 1959979 0.997946 | 2079463 | 16 35 8.23
4 1606541 0.985626 | 1622457 | 5 31 9.76
5 1733869 0.987398 | 1676912 | 16 31 10.39
6 1809541 0.996716 | 1770991 | 16 32 11.19
7 1786686 0.996919 | 1775866 | 16 33 10.11
8 2468443 0.998576 | 3081645 | 16 34 6.69
9 2585959 0.998631 | 3326377 | 16 35 6.28
Promedios 2167227.2 | 0.995818 | 2481908 | 12 335 8.33




Tabla 8 Mejores escenarios del experimento 5 - 1440 horas - 50 generaciones

Experimento | 1440 horas - 50 generaciones

5 (Corrida 5)

Escenario de | Objetivo 1 Objetivo 2 Objetivo 3 Objetivo 4 | Asignacion de Costo/producto

operacion maquinas

1 2914198 0.9993065 | 3147688 6 27 5.81

2 2043527 0.9985866 2074511 7 27 6.81

3 2742798 0.9987716 2901673 6 27 6.13

4 1669170 0.9797631 | 1641688 6 20 7.11

5 1992993 0.9837161 2040098 15 21 6.30

6 2010620 0.9800117 | 1993446 7 20 7.19

7 2863146 0.9991417 3064383 6 29 5.83

8 2771984 0.9990900 2931642 6 28 6.18

9 2896160 0.9993100 | 3130280 6 29 5.77

10 2788534 0.9988900 | 2915434 6 27 7.10

Promedios 2469313 0.9936590 | 2584084 7.1 25.50 6,42

Tabla 9 Mejores escenarios del experimento 6 - 2160 horas - 50 generaciones

Experimento 3 | 2160 horas - 50 generaciones

(Corrida 3))

Escenario de Objetivo 1 Objetivo 2 Objetivo 3 | Objetivo 4 | Asignacion Escenario

operacion de maquinas de

operacion

1 1658352 0.981308 | 162341 23 10.11
7

2 1923583 0.985386 | 189956 20 11.15
0

3 2157052 0.993085 | 228798 24 7.84
2

4 1965154 0.989701 | 205874 21 7.91
0

5 2217531 0.994180 | 239966 25 7.24
9

6 2405210 0.995831 | 272651 25 6.10
5

7 2145893 0.993032 | 228796 24 7.56
0

8 2031733 0.991144 | 211996 22 8.29
7

9 2239416 0.994185 | 241899 25 7.30
5

10 2404594 0.995893 | 272804 25 6.10
8

Promedios 2114856 0.991330 | 225505 234 7.96
8

Tabla 10 - Mejores escenarios experimento 7 720 horas - 100 generaciones
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Experimento 7 (Corrida 7) | 720 horas — 100 generaciones

Escenario de operacion Objetivo 1 | Objetivo 2 | Objetivo 3 | Objetivo | Asignacion Escenario de
4 de operacion

1 1967423 | 0.999746 | 2162364 | 6 36 6.23

2 1641490 | 0.999063 | 1801222 | 5 35 5.65

3 1744774 | 0.999701 | 1955186 | 6 36 5.40

4 1696361 | 0.999691 | 1893462 | 6 36 5.40

5 1691796 | 0.999581 | 1885273 | 6 36 5.42

6 2014479 | 0.999761 | 2166809 | 6 35 7.00

Promedios 1792721 | 0.999591 | 1977386 | 6 35.6 5,85

Tabla 11 Mejores escenarios experimento 8 720 horas 150 generaciones

Experimento 8 (Corrida 8) | 720 horas — 150 generaciones

Escenario de operacién Objetivo 1 | Objetivo 2 | Objetivo 3 Objetivo | Asignaciéon | Escenario de

4 de operacion

1 1972618 | 0.993765 | 1986444 6 31 7,53

2 1929498 | 0.998884 | 2103543 6 34 8,31

3 1919545 | 0.997096 | 1991977 6 32 8.18

4 1729870 | 0.984319 | 1814671 15 30 9,38

5 2274398 | 0.999943 | 2396470 6 42 9,09

Promedios 1965186 | 0.994803 | 2042621 7.8 33.8 8.50

Delante del expuesto, el tomador de decisibn puede considerar otras
variables de interese como el costo/producto, costo de mantenimiento (Objetivo 1) y los
costos de operacion (Objetivo 3). Con este nuevo criterio observase que el costo minimo
encontrado fue de 5. 4 (U.M.) (experimento 7 720/100/3 y 720/100/4) tabla 10 y el maximo
de 11.19 U.M. (experimento 1 720/50/6) tabla 7, correspondiendo a 36 y 32 maquinas
asignadas respectivamente.”. Para la asignacion de 36 maquinas el ndmero de
mantenedores encontrado fue 6 contra 16 de la asignacion de 32 maquinas, por ejemplo.

Y, agregando a esto criterio que el numero de mantenedores mas pequefio
deseado sea inferior a 7 con costo/producto inferiores a 6.0 U.M. Con esto y las
soluciones presentadas en las tablas 7-11. Y procurando responde la pregunta dejada en
el item 1.2 llegase a conclusion que los escenarios mas apropiados (0ptimos) para el caso

idealizado en cuestién serian los escenarios de operacion de la tabla 12 en la secuela:

* U.M. = unidades monetarias
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Tabla 12 Mejores escenarios hallados después de la agregacion de informacion

Tiempo de Namero del Objetivo 1 | Objetivo 2 Objetivo 3 | Objetivo 4 Asignacion de | Costo/producto
Simulacién | escenario de maquinas

/generacio operacion

n

720/100 2 1641490 | 0.999063 1801222 | 5 35 5.65
720/100 3 1744774 | 0.999701 1955186 | 6 36 5.40
720/100 4 1696361 | 0.999691 1893462 | 6 36 5.40
720/100 5 1691796 | 0.999581 1885273 | 6 36 5.42
1440/50 1 2914198 | 0.9993065 | 3147688 | 6 27 5.81
1440/50 7 2863146 | 0.999142 3064383 | 6 29 5.83
1440/50 9 2896160 | 0.999310 3130280 | 6 29 5.77

Cabe observar que, para

nameros de asignaciones de maquinas muy

proximos, ocurrio una diferencia entre sus costos. Esto evidencia una caracteristica

interesante del proceso que no solamente la cantidad de maquinas asignadas fue tomada

en cuestion como también la posicion de cada una de ellas en el sistema. Esto produce

alteraciones en la produccion y expone el sistema a la presencia de fallas que pueden

causar, por ejemplo, un tiempo mas grande de paralizacion de una operaciéon. En estos

casos, a pesar de cuantitativamente muy proximas, la combinacibn de maquinas es

diferente y, consecuentemente, el desempefio también. Como ilustracion fueron dibujadas

las configuraciones de maquinas A, B, C, D, E y F correspondiente a los escenarios 2, 3,

4,7 y 9 respectivamente de la tabla 12. Considerar los cuadrados negros como maquinas

asignadas y los cuadrados blancos como maquinas no asignadas.
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Figura 6 Demonstracion grafica de la tabla 12
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6.3.3 Especulaciones acerca de las funciones de ajuste estadistico:

Considerando los experimentos multiobjetivos realizados, como mencionado no
capitulo 4, en la secuela:

e Experimentos 4,5y 6 de 720, 1440 y 2160 horas simuladas con 50 generaciones
de 20 individuos(1000 individuos generados por corrida) respectivamente
e Experimento 7 de 720 horas simuladas con 100 generaciones de 20 individuos

(2000 individuos generados)

e Experimento 8 de 720 horas simuladas con 150 generaciones de 20 individuos

(3000 individuos)

Cabe recordar que cada individuo corresponde a un escenario de operacion y que
cada conjunto de 720 horas corresponde a un mes de operacion sin interrupcion del
sistema. Estos individuos fueran sometidos al proceso de evolucion del AGE lo cual, de
acuerdo con el ya discutido, es guiado por los operadores de reproduccion.

Estos operadores son responsables por la amplitud y diversidad de la busqueda y
tuvieran sus probabilidades de ocurrencia mantenidas constantes para garantizar una
cierta homogeneidad de busqueda entre los experimentos multiobjetivos. De esta manera,
se evitaran oscilaciones muy grandes dos resultados entre los 5 experimentos
multiobjetivos. Los experimentos produjeran una grande cantidad de dados agrupados por
generaciones.

Como discutido anteriormente el AGE sigue siempre mejorando las soluciones a
medida que se le da mas tiempo y su convergencia esta condicionada a un determinado
namero de generaciones, de individuos por generacion, a las probabilidades de los
operadores de reproduccion y método de seleccion empleado. Asi la convergencia esta
asegurada aunque que el espacio de soluciones sea extremamente grande pero finito.

El andlisis estadistico empieza con la extraccion de una tabla de resumen
estadistico para cada experimento. Se observa en esta tabla las estadisticas descriptivas
que representan: el desempeno promedio o “fitness” promedio; una medida del error tipico
del desempefio promedio; la mediana y variancia del desempefio; el error estandar, el
desempefio maximo y minimo; el rayo del intervalo de confianza para el desempefio
promedio suponiendo poblacién normal de varianza desconocida; y el coeficiente de
asimetria y la medida de curtosis 0 apuntamiento. Esperase que estos ultimos estén

dentro del intervalo [-2,2] para verificar si efectivamente la poblacion es normal.
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La tabla 13, presenta un ejemplo de la tabla de resumen estadistico del

experimento 4 50 generaciones y 720 horas de simulacion:

720 horas - 50 generaciones

Objetivo 1 Objetivo2 | Objetivo 3 | Objetivo 4

Promedio 0,644696851 | 0,868702328 | 0,53914213 | 0,60324149
Error tipico 0,004462557| 0,00927578|0,00544317| 0,00755577
Mediana 0,584664281|0,987294675 | 0,46536145 | 0,80132596
Moda 0,523552234 0/0,41033134| 0,80301174
Desviacion estandar 0,141118438| 0,29332593|0,17212804 | 0,23893447
Varianza de la muestra 0,019914413 | 0,086040101 | 0,02962806 | 0,05708968
Curtosis 0,586779017 | 4,611334655 | 0,35816402 | -1,6336841
Coeficiente de asimetria 0,735529362 | -2,5094529|0,99968533 | -0,4461652
Rango 0,907358567 1(0,99999985| 0,74208176
Suma 644,696851 | 868,7023277 | 539,14213| 603,241492
Cuenta 1000 1000 1000 1000
Mayor(1) 1 1 1 1
Menor(1) 0,092641433 0| 1,468E-07| 0,25791824
Nivel de confianza

(95,0%) 0,00875706 | 0,018202248 | 0,01068135 0,014827
Coeficiente de Pearson 0,425405574 | -0,4043023|0,42863836| -0,8290326

Tabla 13 - Tabla de resumen estadistico del experimento 4

Verificase en la tabla 13 que las distribuciones de los desempefios de todos los

objetivos no son simétricas y por lo tanto invalida el uso de métodos paramétricos como t-

estudiante, ANOVA, etc. asumiendo que Xi, Xo, ..., Xn Muestras representan una secuencia

de valores independientes e idénticamente distribuidos [143]. Este suceso fue identificado

en todos los experimentos de acuerdo con la tabla 14, utilizando el coeficiente de simetria

de Pearson en la secuela:

Experimento Objetivo1 | Objetivo 2 Objetivo 3 | Objetivo 4
4 -720 horas 50

generaciones 0,42540557 |-0,40430230 |0,42863836 |-0,82903261
5-1440 horas 50

generaciones 0,30704225 |-0,21197779 |0,27868393 |0,72475183
6-2160 horas 50

generaciones 0,28537810 |-0,32405147 |0,13513543 |0,07178890
7-720 horas 100

generaciones 0,52096536 |-0,47444772 |0,50979017 |0,26978468
8-720 horas 150

generaciones 0,21856782 |-0,32311888 |0,26588966 |-0,14976595

Tabla 14 Coeficiente de simetria de Pearson de todos los experimentos
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Observase también en la tabla 14 que el grado de asimetria sigue el mismo
estandar para todos los experimentos, 0 sea, las corridas con asimetria a derecha siguen
con la misma tendencia, mismo variando el nimero de generaciones o tiempo de
simulacion.

Entonces dado que no se puede tratar los datos con métodos paramétricos se
propone una combinacion de un abordaje de analisis exploratoria de datos, en particular
las gréficas de caja y extension, con un simple teste no paramétrico como por ejemplo el
Kruskal_Wallis [142].

Una gréfica de caja y extension encierra el rango intercuartil de los datos en una
caja que tiene la mediana dibujada dentro. El rango intercuartil de los datos tiene como
extremos el percentil 75 (cuartil superior) y el percentil 25 (cuartil inferior). Las extensiones
gue indican observaciones extremas son indicadas por las lineas que estan abajo o
encima de la caja (no caso del rango de datos estar representado en el eje Y). Con esta
grafica se puede identificar el despliegue de datos en relacion al centro de localizacion
(mediana), la variabilidad y el grado de asimetria. [142]

La prueba de Kruskal Wallis es una generalizacion de la prueba de la suma de
rangos para el caso de k>2 muestras. Se utiliza para probar la hipétesis nula H, de que k
muestras independientes son de poblaciones idénticas. Tratase de un procedimiento no
paramétrico para probar la igualdad de promedios o medianas en el analisis de variancia
de un factor cuando el experimentador desea desechar la suposicion que las muestras se
seleccionaron de poblaciones normales. [142]

Tratdndose del proceso de convergencia del AGE fueran probados dos factores
distintos de influencia en el proceso: uno influenciando las variables exdgenas de los
experimentos y otro las variables endogenas. El primero fue el tiempo de simulacién
diferente, factor exdégeno, para experimentos con un mismo numero de generaciones; el
segundo fue el nimero de generaciones del AGE, factor enddégeno, para experimentos
con un mismo numero de horas de simulacion. En ambos se consideraron constantes, el
namero de individuos por generacion y las probabilidades de ocurrencia de los
operadores genéticos.

Evaluando el primero factor exégeno a través de las gréaficas de caja y extension
fue evidenciada la influencia de él en la dispersion de las respuestas y por la
caracteristica acentuada de asimetria para los tiempos de simulacion mas grandes. Esto

comprueba la aseveracion anterior de que sometiéndose el sistema a un tiempo mas
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grande de simulacién fue posible la percepcion de factores estocasticos indeseables
como por ejemplo las fallas. Las graficas fueron generadas a partir de todos los
desempeiios de los objetivos generados en el experimento para 50 generaciones, 1,000
en el total. Por ejemplo, las graficas en las figuras 7, 8 y 9 ensefian los resultados del
desempeiio del objetivo 2, maximizacion de la confiabilidad del sistema, para 50

generaciones, 720, 1440 y 2160 horas respectivamente en la secuela:
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Figura 7 - Grafica de cajas y extension - Objetivo 2 720 horas 50 generaciones



s1440

52160

1,0000000—

0,8000000 -

0,6000000

0,4000000

0,2000000

0,0000000 O* * %

I

T T T T T T T T T T T T T T T T T T T T T
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Generaciones
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Y para aplicar el teste de Kruskal-Wallis fueron hechas las consideraciones en la
secuela:
1 Hipotesis
Ho. M;=M,=Mj3 (Las medianas de las amuestras son iguales)
Ha.. Las medianas son diferentes
2. Nivel de significancia a= 0.05
3. Regidn de no aceptacion
Rechazar la hipétesis nula si p-value < 0.05

De acuerdo las tablas XXXy VVV en la secuela:

Test Estadisticas (a,b)

s720 s1440 s2160
Chi-Square 444,359 136,199 88,293
df 49 49 49
Asymp. Sig. ,000 ,000 ,000

Tabla 15 Tabla de puntuacion del teste de Kruskal-Wallis — proba del factor exdégeno

a Kruskal Wallis Test
b Grouping Variable: Generaciones

Y como el p-value=0.00 < 0.05 la hipétesis nula es rechazada.

Se pudo afirmar que con el nivel de significancia a=0.05 existe evidencias
suficientes para concluir que existe una diferencia significativa entre los tres tiempos de
simulacién basado en la tabla 15 de puntuacion.

Evaluando el segundo factor endogeno la influencia del nimero generaciones
observase la tendencia de disminucién de la dispersion del desempefio de los objetivos
en los experimentos con numero de generaciones mas grande de acuerdo con las
graficas de caja y extension en las figuras 10 — 12, para el desempefio del objetivo 1,
minimizacion del costo total de mantenimiento del sistema, para 720 horas y 50, 100 y

150 generaciones respectivamente, en la secuela:
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Figura 12 - Grafica de caja y extensién para el Objetivo 1 - 720 horas - 150 generaciones

Considerando la tabla de resumen estadistico para las tres poblaciones
correspondiendo al desempefio del objetivo 1 para 50, 100 y 150 generaciones observase
gue ademas del grado de asimetria comprobado las variancias son diferentes y
posiblemente indicando que se esta en una condicion de heterocedasticidad, pero con
son mas de dos experimentos el analice con las graficas caja y extension y la tabla de
resumen estadistico complementados con el teste de Kruskal Wallis sigue siendo
empleado.

Asi aplicando el teste de Kruskal-Wallis para verificar si hay influencia del nimero
de generaciones en los experimentos se concluye que con el nivel de significancia a=0.05
existe evidencias suficientes para concluir que existe una diferencia significativa entre los
tres tamafios de generacion basado en las tablas de resumen estadistico y de puntuacion
del teste de Kruskal-Wallis tabla 16 y 17 respectivamente. Y con esto el niumero de

generaciones influencia el proceso de convergencia.
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Generaciones
Estadisticas g50 gl00 g150
N Estadistica 1000 2000 3000
Rango Estadistica .9073586 9071227 .9099224
Minimo Estadistica .0926414 .0928773 .0900776
Méaximo Estadistica 1.0000000 1.0000000 1.0000000
Suma Estadistica 644.6968509 1234.6971491 2066.1347429
Promedio Estadistica .644696851 .617348575 688711581
Error estandar .0044625568 .0030737265 .0022240204
Desviacion estandar Estadistica
1411184375 .1374612260 .1218146119
Variancia Estadistica 020 019 015
asimetria Estadistica 736 1.103 .665
Error estandar .077 .055 .045
Kurtosis Estadistica .587 .678 .842
Error estandar .155 .109 .089

Tabla 16 - Tabla de resumen estadistico para el Objetivo 1 720 horas - 50, 100 y 150 generaciones

Teste estadistico (a,b)

g50 9100 9150

Chi-Square 69,121 152,801 66,700
df 49 99 149
Asymp. Sig. ,031 ,000 1,000

Tabla 17 - Tabla de puntuacion para el teste de Kruskal-Wallis del factor endégeno

a Kruskal Wallis Test
b Grouping Variable: Generaciones

Y concluyendo existe influencia del nimero de generaciones en la convergencia del

proceso de simulacién/optimizacion.

Las gréficas, 2-6, de los desempefios promedios de los objetivos proporcionaron un

analisis sencillo del proceso de convergencia del AGE. Y especificamente para el caso
estudiado el modelo de optimizacion mono-objetivo proporcioné algunas cotas de
comparacion, mismo con sus debilidades. El analice de convergencia fue complementada
con un analice no paramétrico concluyendo que el AGE siempre convergira a un valor de
desempefio mejor adaptado y factores como el tiempo de simulacion y numero de
generaciones influencian tanto en la calidad de las soluciones como también en el tiempo
de computo necesario.

Todos los experimentos, 4 -8, presentaran el mismo estandar y respondieron de la
misma manera a la aplicacién de los factores endoégeno y exdégeno. Pequefias variaciones

ocurriran pero en general presentaran el mismo comportamiento estadistico.
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Ciertamente ajustes estadisticos que llevan en cuenta la caracteristica estadistica
muy particular de los datos generados por algoritmos evolutivos son necesarios. La razon
para esto esta en la forma peculiar como el proceso de seleccion de los individuos de una
generacion para otra es realizado resultando en datos que acaban sesgados, asimétricos
y no normalmente distribuidos [143]. Concluyendo esto imposibilita la aplicacion de
métodos paramétricos de analice estadistico. Lahoz-Beltra y Perales-Gravan [143]
proponen tratar estas caracteristicas de los experimentos con algoritmo evolutivos a

través de un protocolo estadistico sintetizado en la tabla 18:

Tabla 18 Protocolo de analisis estadistico para experimentos de computacién evolutiva

Evaluacién del desempefio Graficas robustas de desempefio y tabla de resumen
estadistico
Graficas 0=0j
multiples de
cajay Prueba de Mann-
Ke=2 experimentos | extension Whitney
(Wilcoxon)
O#0;
Tabla de
resumen w}ffgaoge
estadistico icoxon
estudentizada

Ke>2 experimentos | Graficas multiples de caja y
extension

Tabla de resumen estadistico
Prueba de Kruskal-Wallis

Prueba de Dunn

Fuente — Lahoz-Beltra y Perales-Gravan [127]
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7. Conclusion

Esto trabajo traté de un problema de asignacién de redundancias y confiabilidades
en uno sistema de produccion automatizado. El objetivo es mejorar la confiabilidad global
del sistema asignando componentes alternativas (redundancias) asociadas en paralelo a
cada componente original y, al mismo tiempo, minimizar el empleo de mantenedores y
costos de mantenimiento/operacion asociados.

El proceso de simulacion/optimizacidon utilizado haz uso de un modelo construido
en términos de variables y restricciones. No existe, como en los problemas de
optimizacién convencionales, una funcién (o conjunto de funciones) representando el
sistema. De esta manera, el modelo puede asumir el grado cualquiera de complejidad,
pudiendo, sin embargo, representar fidedignamente situaciones reales industriales.

De esta manera, la metodologia empleada esta intimamente ligada a las
restricciones impuestas al modelo, las cuales son fruto del juicio del modelador. Asi
siendo, el proceso no solamente beneficiase, mas de facto depende de la correccion
(cualidad) y del trabajo del modelador.

Del universo de simulaciones realizadas (8,000) fueran seleccionadas por el
proceso genético solamente 40 escenarios de operacion factibles. Asi, el abordaje
propuesto permite la generacién de un conjunto reducido y exequible de soluciones
(bastando alterar los limites de las restricciones), minimizando la cantidad de escenarios
de operacion y consecuentemente facilitando la toma de decisiones.

La metodologia empleada fue eficaz en el sentido de encontrar soluciones factibles,
a pesar de la existencia de multiples objetivos en conflicto, restricciones, inter relaciones
sistémicas y aleatoriedades. Delante de esto y considerando todavia el altisimo grado de
confiabilidad de las soluciones atingidas (>0.98) y el grado de generalidad del modelo
desarrollado, puede-se afirmar que la metodologia propuesta tiene amplia posibilidad de
aplicacién en situaciones reales industriales.

A pesar de las respuestas encontradas sean satisfactorias delante de las
restricciones empleadas, el proceso/modelo desarrollado permite andlisis mas
profundizados. Esto esta relacionado con las multiples posibilidades que las variables mas

especificas, que pueden ser asignadas en el modelo, posibilitarian analizar.
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Como desdoblamientos futuros de esto trabajo se puede considerar la utilizacion de
sistemas de produccion con estructura mas compleja, ademas de la utilizacion de otros
objetivos como:

e Optimizacion del inventario de partes para el mantenimiento;

¢ Optimizacién del numero de inspecciones de mantenimiento con el objetivo de
reducir los tiempos de paralizacion del sistema,;

e Optimizacion de la calendarizacion de tareas(job shop problem) ;y

e Optimizacion de los pardmetros de operacion con el objetivo de atender a las
alteraciones de los niveles de productividad.
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ANEXO 1 — Modelo PETRI diagrama y tablas resumen

Tabla 19 Descripcién de las operaciones del sistema

item | Transicién Descripcién

01 T1 Inicio de la operacién de transporte 1 de la pieza de S1 a M1

02 T2 Fin de la operacion de transporte 1 e inicio del proceso de la maquina
M1 — operacion 1

03 T3 Fin de proceso de la maquina M1 - operacion 1

04 T4 Inicio del proceso de erosién por la maquina M2 — operacion 2

05 T5 Fin del proceso de erosién — operacion 2

06 T6 Inicio de la operacién de transporte 2 de la pieza de M2 a M3

07 T7 Fin de la operacién de transporte 2 e inicio del proceso de ensamble —
operacion 3

08 T8 Fin del proceso de ensamble — operacion 3

09 T9 Inicio de la operacién de transporte 3 de la pieza de M3 a M5

10 T10 Fin de la operacion de transporte e inicio del proceso de ajuste por la
maquina M5 — operacion 4

11 T11 Fin del proceso de ajuste — operacion 4

12 T12 Inicio de la operacion de transporte 4 de la pieza de M5 a S2(almacén
final)

13 T13 Fin de la operacion de transporte 4

14 T14 Inicio de la operacién de transporte 5 de la pieza de M2 a M4

15 T15 Fin de la operacién de transporte 2 e inicio del proceso de ensamble —
operacion 5

16 T16 Fin del proceso de ensamble — operacion 5

17 T17 Inicio de la operacién de transporte 6 de la pieza de M4 a M6

18 T18 Fin de la operacién de transporte e inicio del proceso de ajuste por la
méaquina M6 — operacion 6

19 T19 Fin del proceso de ajuste — operacién 6

20 T20 Inicio de la operacién de transporte 7 de la pieza de M6 a S2(almacén
final)

21 T21 Fin de la operacion de transporte 7

Tabla 20 Descripcién de los nodos lugar de la RED de PETRI

item Lugar Descripcion

01 P, Maquina M; libre (Fresado)

02 P, Robot R; transportando pieza de S;(almacén) a M,
03 Ps Robot R; libre

04 P, Maquina M; procesando

05 Ps Maguina M; ocupada con pieza ya procesada

06 Ps Maguina M, (Erosion) libre

07 P, Maguina M, procesando

08 Ps Maguina M, ocupada con pieza ya procesada

09 P Almacén S1: nimero de piezas en el stock de materia prima
10 Pio Maguina M3 libre (Ensamble A)

11 P Robot R, libre

12 P, Robot R, transportando pieza de M, para M3

13 Pis Maguina M3 procesando

14 P14 Maguina M3 ocupada con pieza ya procesada

15 Pis Maguina Ms libre

16 Pis Robot R, transportando pieza de M; para Mg

17 P17 Maguina Mz procesando (Ajuste A)

18 P Robot R;libre

19 Pio Maguina Ms ocupada con pieza ya procesada




20 P2 Robot Rstransportando pieza de M5 para almacén S2

21 P, Almacén S,:nuimero de piezas en el stock de producto final
22 P, Robot R, transportando pieza de M, para M,

23 Pos Maquina M, procesando(Ensamble B)

24 P4 Maquina M, ocupada con pieza ya procesada

25 P.s Maquina Mg libre

26 P Robot R, transportando pieza de M, para Mg

27 P,; Maquina Mg procesando (Ajuste B)

28 Pog Maquina Mg ocupada con pieza ya procesada

29 P.g Robot R;transportando pieza de Mg para almacén S2

Figura 13 Rede de Petri para el modelo conceptual del sistema
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ANEXO 2 RESUMEN DE LOS ARTICULOS CONTENIDOS EN LAS REFERENCIAS.

Clasificacion general de las referencias, basada en Smith segin Bowden & Hall [19]. Para leer este anexo
Primeramente se presenta los articulos numerados su posicion en la referencia y agrupados por dominio en
la secuela se presentan comentarios acerca de cada uno de los articulos listados

A. Dominio: Método

Multicriteria design of manufacturing systems through simulation optimization

An approach for multiple criteria simulation with application to turning operation

Using genetic algorithms to optimize controller parameters for HVAC

Simulation and evaluation of optimization problem solutions in distributed energy management
systems

5. Simulation based optimization using simulated annealing with ranking and selection

6. An FE simulation and optimization approach for the forging of aero engine components

7. A simulation optimization based control policy for Falla one machine, two product manufacturing
8

9.

1

APoNRE

. Airfield simulation with optimization via decomposition
Simulation and optimization approaches to scenario tree generation
0.Solving a multiresponse simulation/optimization problem with discrete variables using a multiple-

attribute decision making method

11.An improved simulate annealing simulation optimization method for discrete parameter stochastic
systems

12.Simulation based sequencing and lot size optimization for a production and inventory system with
multiple items

13.Solving simulation optimization problems on grid computing systems

14. Numerical simulation and optimization of worm gear cutting

15. A simulation optimization method that considers uncertainty and multiple performance measures

16.Advanced numerical simulation of liquid composite molding for process analysis and optimization

17. Dynamics of an activated sludge process with nitrification and denitrification. Star-up simulation and
optimization using evolutionary algorithm

18. Simulation and optimization of a novel solar-powered absorption refrigeration module

19.Simulation modeling of repairable multi-component deteriorating systems for “on condition”
maintenance optimization

20.A multiobjective optimization model for exploring multiprocessor mappings of process networks

21. Genetic algorithms in optimizing simulated systems

22.Theory and algorithm of local refinement based
Optimization with application to device and
Interconnect sizing

23.A four step methodology for using simulation and
Optimization technologies in strategic supply chain

24.Planning

25.Parameter optimization technique using the
response surface methodology

26.Interactive optimization and simulation of

barge traffic on an inland waterway

27.Application of an ordinal optimization algorithm
to the testing process
A.1 Comentarios acerca de los articulos clasificados en el dominio del método

1. Presentan la técnica de optimizacién multicriterio llamada método STEP. Fue usado como ejemplo un
sistema da manufactura

2. Fue desarrollado un eficiente algoritmo multicriterio basado en la superficie de corte usando la
metodologia de la superficie de respuesta(RSM —Response Surface Methodology) para variables
continuas

3. Aplicacion de la simulacion/optimizacion para controlar el desempefio de un controlador PID de un
sistema Calentamiento, ventilacion y Aire acondicionado(HVAC en inglés)

4. Aplicacion de simulacion optimizacion al gestién de sistemas de energia

5. Presenta un método que combina recocido simulado con seleccién y tanteo para la resolucién de
problemas de optimizacion estocasticos.
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6. Presenta un proceso de simulacion basado en un método de elementos finitos y optimizacién aplicado
a un proceso de fundicion de componentes de turbinas de aviones

7. Una aplicacion de la simulacién optimizacion a un problema de escoja de las tasas de produccion que
minimizan los costos esperados del inventario sobre un horizonte infinito para un sistema de
produccién que contiene una maquina y dos productos.

8. El estudio describe el desarrollo y uso de un modelo computacional que analiza las complejas
actividades que ocurren en un campo de aviacion militar de manera a que permite que los campos de
aviacion tengan la habilidad de soportar muchos tipos de misiones para sus aeronaves. El simulador
BRACE(Base Resource and Capabilities Estimator) fue acoplado al algoritmo optimizador basado en
la metodologia de descomposicion.

9. El articulo presenta tres enfoques para la generacion de arboles de escenarios para tres problemas de
portafolios financieros a través de simulacién/optimizacién basado en aproximacion estocastica.

10.Propone un abordaje para la resoluciéon de problemas no lineales y estocasticos pertinentes a los
sistemas de produccién resaltando que los problemas practicos involucran muchas caracteristicas de
los problemas de optimizacién de multiple respuesta y para la resolucion de tales problemas proponen
un meétodos de toma de decisiones de mudltiples atributos que es una técnica para ordenar
preferencias por similitud a las soluciones ideales(TOPSIS del inglés technique for order preferente by
similarity to ideal solutions) El método asume que los factores de control tienen valores discretos y que
cada factor de control tiene exactamente tres niveles de control. Funciones de pérdida de calidad de
Taguchi fueran adaptadas al modelado del factor promedio y a los efectos de la variancia. Asi se trata
de una propuesta hibrida de los métodos de Taguchi y TOPSIS.

11.Los autores proponen un método de simulaciéon optimizacion basado en el algoritmo recocido
simulado desarrollado para mejorar el desempefio del recocido simulado para la simulacién
optimizacién de variables discretas, el método acopla la técnica de las superficie de respuesta al
algoritmo recocido simulado

12. Un problema de decisién fue investigado considerando un sistema de manufactura como objeto de
estudio y la necesidad de definirse politicas para el funcionamiento éptimo del sistema. Fue analizado
el problema de definicidn de cual politica de manufactura o las normas de secuenciacion y las nhormas
para el tamafio de lote las cuales maximizan las ganancias esperadas por unidad de tiempo. Una vez
que el problema es muy complejo para las soluciones analiticas, los autores acotaran la busqueda por
una 6ptima politica para simplificar la estructura de politicas, que puede ser descrita por pocos
parametros. Para encontrar los valores 6ptimos de los pardmetros utilizaran simulacién optimizacién
doénde el simulador del sistema fue combinado con un algoritmo genético optimizador.

13. La o6ptima asignacion de amarraderos y de grias para los servicios maritimos es un problema
logistico crucial para los modernos terminales de contenedores y deben ser formulados para tener en
cuenta su naturaleza estocastica. Los autores usaran una rejilla computacional para resolver uno de
los mayores problemas de los puertos a través del enfoque de optimizacién basado alrededor de un
modelo de colas en red del proceso logistico de interese. Fue utilizado el algoritmo SARP que es una
combinacion del recocido simulado con el procedimiento de Rinotts para la seleccion de las soluciones
generadas acoplada a un simulador de modelos de cola.

14. La fabricacion de un mecanismo de tornillo sin fin requiere numerosos ajustes y los estandar de
contacto son frecuentemente usados para validar la calidad del acoplamiento del mecanismo de
tornillo sin fin. El articulo presenta una herramienta numérica que fue desarrollada para simular el
acoplamiento del mecanismo y computar el error quine matico y los patrones de no contacto. La
herramienta numérica es entonces usada para estudiar la influencia de un conjunto de parametros de
acoplamiento y formular un procedimiento de optimizacion de la produccion antes de cualquier
operacion en la planta.

15. El amago de esta investigacion es la incorporacion a la simulacion las preferencias de los usuarios
finales de encuentro a los riscos e incertidumbres dentro del proceso de busqueda de la mejor
alternativa de decision. Los autores llegan a la conclusién que para eso es necesario automatizar la
optimizacién acoplada a la simulacion a través de dos métodos de simulacion optimizacién que
contienen estrategias deterministicas de toma de decisiones multiple criterio.

16. Los procesos de manufactura de compuestos basados en el moldeado de compuestos liquidos (LCM
en inglés) he avanzado mucho en los recientes afios. Enfocado en las etapas de llenado y cura
durante el LCM; el trabajo presenta una suma de contribuciones en términos de los procesos de
simulacion y optimizacion que pueden ser concebidos para mejorar la eficiencia de la creacion del
prototipo virtual del molde.

17. El articulo presenta el modelado dindmico y el uso de la simulacion del sistema de manera a
establecer el modo de operacion continua (steady state) de ambos los sistemas de nitrificacion y
desnitrificacion. El sistema ASM3 fue aplicado para el modelado de los procesos microbiolégicos en la
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aeracion del tanque y modelo de 10 capas de decantacion es adaptado al tanque de decantacion.
Entonces, el problema de optimizacion es llevado por el algoritmo genético, y la éptima secuencia de
aeracion es determinada para del minimo consumo de energia. El manoseo de las restricciones es
alcanzado por tres métodos de comparativos usando el rechazo de infactibilidades, la penalizacion de
infactibilidades y la seleccion por ruleta sin cualquier parametro de penalizacion.

18. Un modelo matematico fue desarrollado para simular optimizar el desempefio del médulo de
refrigeracion y absorcion energizado por el sol que contiene dos tipos de soélidos de absorcion
domeésticos el carbon y el metanol.

19. El trabajo presenta el modelado de un sistema degenerativo monitoreado continuamente por el uso
de simulacién Monte Carlo regido por un esquema de optimizacion del mantenimiento basado en la
condicién cuya finalidad es minimizar el costo total esperado del sistema para una dado tiempo de
mision. El modelo de simulacién es primeramente introducido por la consideracién de una Unica
componente no reparable sujeta a una degradacién estocastica. El modelado es generalizado para un
sistema reparable de multiple componentes. Para encontrar los limites 6ptimos de degradacion de una
intervencién del mantenimiento, el procedimiento de optimizacion del costo es hecho a través de una
busqueda simple en el espacio de los limites del mantenimiento (Método heuristico de optimizacion).

20. En el contexto del proyecto Artemis fue desarrollado el programa SESAME, que se trata de una
estructura que provee métodos de simulacién y modelado y herramientas para el disefio eficiente de la
exploracion de espacios de sistemas heterogéneos embebidos de mulTiempodia acoplada a un
algoritmo de optimizacién multiobjetivo llamado SPEA(descripcién rapida en el anexo).

21. Este articulo es el prototipo de otros articulos de los autores en la area de optimizacién simulacion
destacan que muchas decisiones en el disefio involucran la escoja de politicas alternativas y
frecuentemente las variables usadas para representar tales alternativas no son solamente discretas
mas cualitativas. Los autores presentan una metodologia de simulaciéon optimizacién que puede
operar con variables cualitativas. Para eso proponen la juncién de un algoritmo genético con un
generador de modelos de simulacion orientados por objetos. Los disefios del sistema recomendados
por el AG son convertidos en modelos de simulacion y ejecutados.

22.Aplicacién en el area de desempefio de circuitos electrénicos. Tratase de un experimento que conjuga
el método de optimizacion propuesto por Cong-He (Programa CH) y el algoritmo de computacion
acotada (bound computacién) para la busqueda de layout 6ptimo de un circuito.

23.Proponen una estrategia constituida de 4 etapas.- optimizacion-simulacion-simulacién/optimizacion
para optimizar las actividades de planeacion y

24.toma de decisiones en los sistemas de cadenas de suministro.

25.El articulo propone una técnica de optimizacién por el uso de la metodologia de la superficie de
respuesta(e Response Surface Methodology (RSM)) para la simulacién exacta de células biolégicas
que calcula el comportamiento de la célula por integracion numérica de la ecuacién diferencial y
genera acciones potenciales, transitorio celular Ca, contracciéon y consumo intracelular de ATP por el
uso de los mayores valores de los parametros de permeabilidad i6nica y amplitud de la dependencia
de Ko. Debido que el pardmetro de espacio los autores no puede ser aproximado por una Unica
superficie cuadratica polinomial, los autores adoptaran una técnica de subdivision recursiva y el uso de
coeficientes de multiples determinaciones para representar la superficie de respuesta en cada sub-
espacio para un dado criterio de subdivision.

26.Proceso de simulacion y optimizacién usando la combinacion de un algoritmo recocido simulado + el
heuristicos de Nawaz, Enscore & Ham, NEH acoplados a el simulador RAO(recursos, acciones,
operaciones) para la resolucion de un problema de asignacion de una secuencia de fabricacion sujeta
a restricciones de mantenimiento.

27.El Hooke & Jeeves algoritmo (HJ) es un es un procedimiento estandar de busqueda usado para
optimizar funciones no lineales que no necesariamente son continuas y diferenciables. El algoritmo
desempefia repetidamente dos tipos de rutinas de buUsquedas: una busqueda exploratoria y una
busqueda estandar. El algoritmo HJ requiere una evaluacién deterministica de la funcion a ser
optimizada. Los autores consideraran situaciones donde la funcidn objetivo es estocastica y puede ser
evaluada solamente a través de una simulacién Monte Carlo. Para superar el problema del uso de
extensivas evaluaciones por la simulacién Monte Carlo la técnica de extrapolacion del desempefio de
la proporcion de probabilidad.(LRPE en inglés). Ellos hicieron la extrapolacion del desempefio medido
para diferentes valores de los pardmetros de decision mientras simulaban un camino simple de
muestreo del sistema fundamental. Su algoritmo modificado Hooke & Jeeves us6 la extrapolacion del
desempefio de la proporcién de probabilidad en el proceso de simulacién y optimizacion.
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B. Dominio de las Estrategias y tacticas

Simulated annealing for discrete optimization with estimation

Simulation optimization of stochastic systems with integer variables by sequential linearization

A framework for response surface methodology simulation optimization

On constrained simulation and optimization by Metropolis chains

Fuzzy controlled simulation optimization

Simulation and evolutionary optimization of electron-beam lithography with genetic and simplex. downhill
algorithms

Integrating simulation and optimization to schedule a hybrid flow shop with maintenance constraints

A sequential-design metamodeling strategy for simulation optimization

Efficient optimization procedures for stochastic simulation systems

10.Machine learning approach for determining feasible plans of a remanufacturing system.

11.A hybrid genetic algorithm-neural network strategy for simulation

12.Modeling simulation and optimization of a beer pasteurization tunnel

13. A modified Hooke and Jeeves algorithm with likelihood ratio performance extrapolation for simulation
optimization

14.Multi-response simulation optimization using genetic algorithm within desirability function framework
15.Multi-response simulation optimization using stochastic genetic search within a goal programming
framework

B.1 Comentarios acerca del dominio de las estrategias y tacticas

1.

2.

Presentan el algoritmo recocido simulado modificado para un contexto optimizacion estocastica dénde
los célculos de la funcidn objetivo son perturbados por un ruido estocastico.

Fue desarrollada una estrategia de optimizacion basada en una serie de sub-problemas de
aproximacién lineal. Cada sub-problema es construido a partir del modelo de simulacion para la
resolucion de problemas en los sistemas de manufactura caracterizados por unas funciones objetivo y
de restricciones cuyos valores esperados son funciones estocasticas.

Desarrollo de una estructura automética para optimizacion de modelos de simulacidon estocésticos a
través del método de superficies de respuesta, que segun los autores es frecuentemente utilizada para
la optimizacion de modelos de simulacién estocéastica de forma no automatizada.

Aplicacion de cadenas de Metropolis no homogéneas para simular o minimizar bajo algunas
restricciones.

Presenta una estrategia de optimizacion que depende de un controlador fuzzy guiado por un conjunto
de reglas derivadas de conceptos estadisticos, modelos de superficie de respuesta, y conocimiento de
expertos para ilustrar la aplicaran en un sistema de manufactura.

Programacion lineal es usada como técnica de optimizacion conjugada a un modelo echo en el
software ARENA. Es una técnica iterativa que fue aplicada a la optimizacion del trafico de barcazas en
un canal.

Un abordaje hibrido usando un algoritmo genético para la bisqueda global y un algoritmo simples-
downhill para una posible busqueda local mejoro drasticamente la estructura optimizada solamente
por el algoritmo genético. La estrategia fue aplicada a un cafién de electrones litografica para la
fabricacion de circuitos electrénicos de microondas

El articulo presenta la factibilidad y robustez de una estrategia secuencial de simulacién/optimizacion
usando un metamodelo no paramétrico, incorporando las nociones avanzadas de estadistica no
paramétrica en la literatura, utilizan el método “thin-plate spline sequential procedure”

Aplicacidon de la técnica de optimizacion enjambre de particulas (particle swarm optimization PSO) al
modelo de simulacion HKCONSIN al revés de un mecanismo convencional de simulacion
optimizacién (constante & promedio) aplican un proceso no constante y estocastico usando PSO lo
comparan con un algoritmo genético.

10. Para la resolucion de los problemas de planeacion de las actividades de remanufactura a través de

una nueva metodologia basado en un enfoque de aprendizaje de maquina para predecir el plan
requerido de viabilidad en aplicaciones practicas. Por la aplicacion de la teoria de los conjuntos
aproximados para predecir las reglas que son obtenidas o aprendidas de un conjunto de datos de
entrenamiento generado por el simulador. El simulador es acoplado a una estructura de optimizacion
ordinal [33] y un nuevo método de optimizacién ordinal restringido fue desarrollado para la planeacion
de re manufactura. La planeacion de recursos de sistemas complejos de re manufactura es
generalmente extremamente dificil en términos del tamafio del problema y sus incertidumbres, y, en
muchos casos, un enfoque de simulacién es Unico camino disponible. Pero la determinacion previa de
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un plan factible mejoraria en mucho la eficiencia de la simulacién y provee un poderosa herramienta
para futuros desarrollos de métodos de simulacién para la optimizacién de la planeaciéon de
operaciones. El articulo presenta un problema de un sistema de re manufactura que fue formulado
como un problema estocastico de optimizacion discreta con complicadas restricciones probabilisticas.

11.Fue presentada una técnica hibrida empleando un algoritmo genético acoplado a una red neuronal

para la resolucion del problema de optimizacion. El buen desempefio de aproximacion de la red
neuronal y la efectiva y robusta busqueda evolutiva de los algoritmos genéticos son aplicadas en
sentido hibrido dénde la red neuronal es empleada en la prediccién del valor de lo objetivo y el AG es
adoptado en la bisqueda del disefio éptimo basado en los valores de aptitud(fitness) pronosticado.
Una simulacion numérica fue hecha para probar el método del bien conocido problema de proyecto de
la vasija de presion ,

12. Para un problema de optimizacién estocastica para encontrar los valores limites que reducen las

excesivas perdidas bajo a niveles de reprueba tolerables en lo proceso de prueba de galletas. Segun
los autores es un problema de duro de optimizacion con un largo espacio de soluciones. Proponen
entonces una teoria de optimizacién ordinal basada en un algoritmo de dos niveles para la resolucién
del vector de los valores de los limites suficientemente buenos y compara con los obtenidos por otros
meétodos usando un conjunto de 521 galletas de una prueba real.

13.Los autores introducen un modelo experimental de un tdnel de pasteurizacion de cervezas que puede

ser aplicado a cualquier tinel de la industria de alimentos. Un modelo matematico para simular
computacional mente el comportamiento energético de tinel de pasteurizacion fue acoplado a un
procedimiento de optimizacién que segun los autores lograran con el método una combinacion de la
efectividad numérica con un bajo tiempo computacional.

14. El trabajo presenta una nueva metodologia para resolver problemas de optimizacién estadistica de

multiples respuestas. La metodologia integra funciones deseables y el enfoque de simulaciéon con un
algoritmo genético. Las funciones deseables son responsables por el modelado del problema
estadistico de mudltiples respuestas, el enfoque de simulacién genera los datos requeridos de entrada
a partir del modelo del sistema para que finalmente el genético algoritmo intente optimizar el modelo.
Esta metodologia incluye 4 métodos. Cada método difiere uno del otro en el control de la aleatoriedad
del problema. En el primero y segundo métodos, las replicaciones controlan esta aleatoriedad en el
tercero y cuarto métodos ellos controlaran la variacion por pruebas estadisticas.

15. El presenta, segun sus autores, un nuevo enfoque para solucion de problemas de mdltiples

respuestas de optimizacién y simulacion por la integracion de un modelo de simulacién con un
algoritmo genético y un modelo de programacion por metas u objetivo (goal). El algoritmo genético
ofrece una herramienta muy flexible y confiable para la basqueda en un contexto global. Este método
fue modificado para realizar una busqueda considerando el promedio y la variancia de las respuestas.
En esto camino, la busqueda es realizada estocastica mente y no deterministicamente como en la
mayoria de los enfoques reportados en la literatura de acuerdo con los autores.

C. Dominio de la Interfaz

Optimization models and algorithms: an emerging technology for the motor carrier industry

An integrated simulation and optimization modeling environment for decision support

Optimization a new tool in simulation program system for power networks

An integrated architecture for simulation

A simulation based multiobjective genetic algorithm approach for networked enterprises optimization

C1 - Comentarios acerca del dominio de la interfaz

1.

El articulo esta enfocado en el problema de optimizacion cargamento en tiempo real de camiones de

compafiias trasportadoras. Presentan el sistema grafico iterativo de simulacion MIDAS que fue
desarrollado para demostrar los métodos de optimizacion permitiendo al usuario recorrer diversos modelos
de optimizacion en una estructura de tiempo real.

2.
3.

Desarrollo de un entorno de simulacion basado en una estructura de orientada a objeto.
Presenta el entorno de simulacién optimizacion NETMAC formulado a través de una lenguaje de

simulacién orientada a bloques

4,
5.

Propone una arquitectura de simulacion/optimizacion que usa como interfaz un banco de datos.
Presentan una herramienta de simulaciéon optimizacion basada en un algoritmo genético

multiobjetivo acoplada a un simulador de eventos discretos. La herramienta se llamé ONE (Optimization
methodologies for Networke enterprises) .Su arquitectura es compuesta por cuatro modulos principales:
Médulo de red, Médulo de optimizacion; Modulo de mineria de datos y el médulo de simulacion.
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D. Dominio de los Informes,(dominios: Inteligencia, Clasificacion Formulacion del problema)

. Simulation Optimization: Methods and applications

. Simulation optimization research and development

. Simulation optimization with qualitative variables and structural model changes: A genetic algorithm
. Simulation Optimization Methodologies

. A survey of simulation optimization techniques and procedures

. Towards a framework for black box simulation optimization

. Simulation Optimization

. Integration of simulation and optimization for solving complex decision making problems

. Simulation and optimization as effective DFSS tools

D1 Relacién de los afios de publicacién de los estudios de tendencias

PwnNPE

PN E

CoNoA~LONE

1997
1998
1999
1999
2000
2001
2002
2003
2005

E. Aplicacion a software comerciales*

Simulation modeling and optimization using Promodel

New advances for wedding optimization and simulation

Global search strategies for simulation optimization

The power of using automatic device optimization, based on iterative device-simulations, in design of high
performance devices

Describe las caracteristicas del paquete SimRunner

Introduccién sobre simulacién/Optimizacion y presenta el paquete Optquest

Describe la aplicacion del algoritmo de optimizacion “swarm optimization” utilizado en el paquete Simul8
Aplicacién de un proceso iterativo de simulacion optimizacion al proyecto de equipos industriales con una
demostracion de la utilidad del método y una comparacion entre diferentes topologias de equipos. Uso
de MATLAB
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A Fast and Elitist Multiobjective Genetic Algorithm:
NSGA-II

Kalvanmoy Deb. Associare Member. JEEE, Amnt Pratap, Sameer Agarwal, and T. Meyanvan

Abstract—Multiobjective  evolutionary  algorithms  (EAs)
that wse nomdominated sorting and sharing bave been criti-
cized mainly for their: 1) O(MN?) computational complexity
(where M is the number of objectives and N is the population
size): 2) monelitism approach; and 3) the need for specifying a
sharing parameter. In this paper, we suggest a nondominated
sorting-based multiobjective EA (MOEA), called nondominated
sorting genetic wigorithm 11 (NSGA-IT), which alleviates all
the above three difficulties. Specifically, a fast nondominated
sorting approach with O(MN?) computational complexity is
presented, Also, a selection operator is presented that creates a

ting pool by bining the parent and offspring populations
and selecting the best (with respect to fitness and spread) N
solutions. Simulation results on difficult test problems show that
the proposed NSGA-IL in most problems, is able to find much
better spread of soluthons and better conmvergence near the true
Pareto-optimal front compared 1o Pareto-archived evolution
strategy and strength-Pareto EA—two other clitist MOEAs that
pay special attention to creating a diverse Pareto-optimal front.
Moreover, we modify the definition of dominance in order to
solve constrained multiobjective problems efficiently. Simulation
results of the constrained NSGA-IL on a number of test problems,
including a five-objective seven-constraint nonlinear problem, are
compared with apother constrained multiobjective optimizer and
much better performance of NSGA-II ks observed.

Index Terms —Constraint handling, elitism, genctic algorithms,
multicriterion  decision making, multiobjective optimization,
Parcto-optimal solutions.

[ INTRODUCTION

HE PRESENCE of multipic objectives in a problem, in
principle, gives nise 1o a set of optimal solutions (kargely
known as Parcto-optimal solutions), instead of a single optinul
solution. In the absence of any further information. one of these
Parcto-optimal solutions cannot be sud to be better than the
other. This demands o user 1o find as many Parcto-optimal solu-
tions as possible. Classical optimization methods (imcluding the
multicriteriondecision-making methods) suggest comverting the
multiobjective optimization problem 1o a single-objective opti-
mization problem by emplasizing one particular Parcto-optinul
solution o a time. When such a method is 1o be used for finding
multiple solutions, it has to be applicd mamy times, hopefully
finding a different solution at cach simulation run.
Over the past decade. a number of multiobjective evolu-
tionary algorithms (MOEAs) have been suggested [ 1], [ 7). [13].
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[20], [26]. The pnmary reason for this is their ability 1o find
multiple Parcto-optimal solutions in one single simulation run.
Since evolutiomary algonthms (EAs) work with a population of
solutions, a simple EA can be extended to maintain a diverse
set of solutions. With an emphasis for moving toward the true
Parcto-optimal region. an EA ¢an be used to find multiple
Parcto-optimal solutions in one single simulation run

The nondomimated sorting genetic algonithm (NSGA) pro-

posed in [20] wis one of the first such EAs. Over the vears, the
main criticisms of the NSGA approach lave been as follows.

1) High comy { complexity of & ol sorting:
The currently-used nondominated sorting nlgpnlhm hasa
computational complexity of O{MN?) (where M is the
member of objectives and N is the popalation size). This
makes NSGA computationally expensive for karge popu-
Iation sizes. This large complexity anses because of the
complexaty inmvolved in the nondominated sorting proce-
dure in every generation,

2) Lack of elttism: Recent results [25], [18] show that clitism
can spead up the performance of the GA significantly.
which also can help preventing the loss of good solutions
once they are found

3) Need for specifving the sharing parameter o,y Tradi-
tonal mechanisms of ensunng diversity in a population so
as to get awide vanety of equivident solutions have relied
mostly on the concept of sharing. The main problem with
shanng 1s that it requires the specification of a shanng
PARAMEIET (7,1 ). Though there has been some work on
dyramic sizing of the shaning parameter |10}, a param-
cter-less diversity -presenation mechanisim is desirable.

In this paper, we address all of these issucs and propose an

improved version of NSGA, which we call NSGA-II, From the
simulation results on a mumber of difficult test problems, we find
that NSGA-II outperforms two other contemporary MOEAS:
Parcto-archived evolution strategy (PAES) [14] and strength-
Parcto EA (SPEA) [24] in terms of finding a diverse set of so-
lutions and 1n comverging near the true Parcto-optimal set.

Constrained multiobjective optimization is important from the

pointof vicw of practical problem solving. but pot muchattcntion
has been paid so far in this respect among the EA rescarchers.
In this paper, we suggest a simple construnt-handling strategy
with NSGA-II that suits well for amv EA. On four problems
chosen from the iterature, NSGA-II has been compared with
another recently suggested constramt-landling strategy. These
results encourage the application of NSGA-II 1o more complex
and real-workd multiobjective optimization problems.

In the remainder of the paper. we bnefly mention a number of

existing clitist MOEAS in Section 11, Thereafier, in Section 111,
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we describe the proposed NSGA-II algonithm in details. Sec-
tion IV presents simulation results of NSGA-I1 and compares
them with two other clitist MOEAs (PAES and SPEA). In Sec-
tion V. we highlight the issue of parameter inlerctions,  matter
that is important in evolutionary computation rescarch. The next
section extends NSGA-11 for handling constraints and comparcs
the results with another recently proposed constaunt-handling
method. Finally, we outline the conclusions of tlus paper.

I ELmsT MULTIORIECTIVE EVOLUTIONARY ALGORITHMS

Dunng 19931995, a number of different EAS were sug-
gested 10 solve multiobjective optimization problems. Of them,
Fonscca and Fleming's MOGA [7], Srinivas and Deb’s NSGA
[20]. and Hom et al’s NPGA [13] engoyed more atiention.
These algorithms demonstrated the necessary additional oper-
ators for comverting a simple EA 10 a MOEA. Two common
features on all three operators were the following: 1) assigning
fitness 10 population members based on nondominated sorting
and 1) preserving diversity among solutions of the same
nondominated front. Although they have been shown 1o find
multiple nondominated solutions on many 1¢st problems and
number of engincering design problems, researchers realized
the need of introducing more useful operators (which have
been found uscful in single-objective EA'S) so as 1o solve
multiobjective  optimazation  problems  better.  Particularly,
the interest has been to introduce clitism to ¢enhance the
comergence propertics of a MOEA. Reference [25] showed
that clitism helps in achicving better comengence in MOEAs.
Among the existing clitist MOEAs, Zitzler and Thicle's SPEA
[126]. Knowles and Come's Parcto-archived PAES [14], and
Rudolph’s clitist GA [18] arc well studied. We descnbe these
approaches in brief. For details, readers are encouraged to refer
10 the original studies.

Zuzler and Thicle [26] suggested an elitist multicnitenion EA
with the concept of nondomination in their SPEA. They sug-
gested mantaining an external population at every generation
storing all nondominated solutions discovered so far beginning
from the intial population. This external population partici-
pates in all genctic operations. At cach generation. i combined
population with the extermal and the current population 18 first
constructed. All nondominated solutions in the combined pop-
ulation are assigned a fitness based on the number of solutions
they dominate and dominated solutions arc assigned fitness
worse than the worst fitness of any nondominated solution.
This assignment of fitness makes sure that the search is directed
toward the nondominated solutions. A deterministic clustenng
techmque s used to ensure diversity among nondominated
solutions. Although the implementation suggested in |26] is
O(MN?), with proper bookkeeping the complexity of SPEA
can be reduced to O{MN?),

Knowles and Come [14] suggested a simpie MOEA using
a single-parent single-offspring EA sinular to (14 1)-=cvolution
strategy. Instead of using real paramcters, binary strings were
used and bitwise mutations were employ ed 1o create offspnings.
In their PAES. with one parent and one offspring. the offspring
is compared with respect to the parent. If the offspring domi-
nates the parent, the offspnng is accepted as the next parent and

the iteration continues. On the other hand, if the parent dom-
inates the offspang. the offspring is discarded and a new mu-
tated solution (a new offspring) is found. However, if the off-
sprng and the parent do not dominate cach other, the choice be-
tween the offspring and the parent is made by comparing them
with an archive of best solutions found so far. The oflsprng is
compared with the archave to cheek if it dominales any member
of the archive. If it docs, the offspring is accepied as the new
parcnt and all the dominated solutions are climinated from the
archive. If the offspring docs not dominate any member of the
archive, both parent and offspring are checked for their near-
ness with the solutions of the archive. If the offspring resides in
a least crowded region in the objective space among the mem-
bers of the archive, it is acoepted as a parent and a copy of added
to the archive, Crowding is maintuned by dividing the entire
scarch space deterministically in " subspaces. where d is the
depth parameter and n is the number of decision vanables. and
by updating the subspaces dvnamically. Imvestigators bave cal-
culated the worst case complexity of PAES for N evaluations
as OlaMN), where « s the archive kength. Since the archive
size 18 usually chosen proportional to the poputation size N, the
overall complexity of the algonithm is O{ M N?),

Rudolph [ 18] suggested. but did not simulate, a simple clitist
MOEA based on a systematic comparnison of individuals from
parent and offspring populations. The nondominated solutions
of the offspring population are compared with that of parent so-
lutions to form an overall nondominated sct of solutions, which
becomes the parent population of the nest neration. If the size
of this set is not greater than the desired population size, other
individuals from the offspring population are included. With
this strtegy. he proved the comvergence of thas algonthm to the
Parcto-optimal front. Although this i an important achicvement
in its own right, the algonthm lacks motivation for the second
task of maintaining diversity of Parcto-optimal solutions. An cx-
plicit diversity spreserving mechanism must be added to make it
more practical, Since the determinism of the first nondominated
front is O(MN?), the overall complexity of Rudolph’s algo-
nithm is also O(MN?).

In the following. we present the proposed nondominated
sorting GA approach, which uses a fast nondominated sorting
procedure, an clitist-preserving approach. and a parumctericss
niching operator.

HL ELmisT NONDOMINATED SORTING GENETIC ALGORITHM

A. Fast Nondominated Sovting Approach

For the sake of clanty, we first describe a naive and slow
procedure of sorting a population into different nondomination
kevels. Thereafier, we desenbe a fast approach.

In a naive approach. in order to identify solutions of the first
nondominated front in a population of size N, ¢ach solution
can be compared with every other solution in the population 1o
find if it &s domirated. This requires O( M N) compansons for
cach solution, where M s the number of objectives. When this
process is continued to find all members of the first nondomi-
nated level in the population, the 1otal complexity is Of M N?)
Al this stage, all individuals in the first nondominated front are
found. Inorder to find the individuals in the next nondominated
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front, the solutions of the first from are discounted temporanly
and the above procedure is repeated. In the worst case, the task
of finding the second from also requires O M N?) computia-
tions, particularly when O(N) number of solutions belong o
the second and higher nondominated levels. This argument is
true for finding third and higher kevels of nondomumation. Thus.
the worst case 18 when there are N fromts and there exists only
one solution in cach front, This requires an overall (XM N?)
computations. Note that O N) storage is required for this pro-
cedure. In the following paragraph and equation shown at the
bottom of the page, we descnbe a fast nondomimated soning
approach which will require O M N?) computations.

First, for cach solution we calculae two entities: 1) domi-
nation count r, the number of solutions which dominate the
solution p. and 2) S, a sct of solutions that the solution p dom-
ines. This requires O( M N'?) comparisons.

All solutions in the first nondominated fromt will have their
domination count as zero. Now, for cach solution pwithn, = 0,
we visit cach member () of its set S, and reduce #s domina-
tion count by one. In doing so. if for amy member ¢ the domi-
nation count becomes 2¢ro, we put it ina separate list Q. These
members belong 1o the second nondominated front. Now, the
above procedure is continued with cach member of € and the
thard front is identified. This process continues until all fronts
are identified,

For cach solution p in the scoond or higher level of nondom-
ination, the domination count 11, can be at most N ~ 1. Thus.
cach solution p will be visited at most N ~ 1 times before its
domination count bocomes zero. At this point, the solution is
assigned a nondomination level and will never be visited again.
Since there are o most N — 1 such solutions, the total com-

plexity is O(N?). Thus, the overall complexity of the procedure
is O(MN?). Another way 1o calculate this complexity is 1o re-
alize that the body of the first inner loop (for cach p € F) is
executed exactly NV umes as each individual can be the member
of at most onc front and the second inner loop (foreach g € S,)
can be exccuted at maximum (N — 1) times for cach individual
[cach indivadual dominates (N — 1) indrviduals at maximum and
cach domination check requires at most M compansons| results
in the overall O(MN?) computations. It is important 10 note
et although the time complexity has reduced o O(MN?), the
storage requirement has increased 1o O(N?),

B. Diversity Preservation

We mentioned earlier that. along with comvergence (o the
Parcto-optimal set, it is also desired that an EA maintains 2 good
spread of solutions in the obtained set of solutions. The ongimal
NSGA used the well-known shanng function approach, which
has been found to nuimain sustanable diversity in a popula-
tion with appropriate sctting of its associated parameters. The
sharing function method involves a shaning parameter o, ..
which sets the extent of sharing destred in 3 probiem. This pa-
rameter is related 1o the distance metnc chosen to cakeulate the
proximity measure between two population members. The pa-
FUMRICE Oy dENOICS the fargest value of that distance metric
within which any two solutions share cach other’s fitness. This
parameter is usually set by the user, although there exist some
guidelines [4). There are two difficulues with thas shaning func-
tion approach.

1) The pedformance of the shanng function method in
maintaining a spread of solutions depends largely on the
chosen o, value,

fast-non-dominated-sort(/’)

forcachpe P’
S,=9
n, =0
forcachg e P
if (p < q) then If p domanates ¢
Sp=Spu{q} Add ¢ to the set of solutions dominated by p
elsc if (4 < p) then
Ny =n,+1 Increment the domanation counter of p
if n, = 0then p belongs to the first fromt
Prank = 1
Fy=F 0 {p}
i=1 Initialize the from counter
while F; # 40
Q=9 Used to store the members of the next front
forcach p € F,
forcachg € S,
ng =mn,~1
i, = Othen  belongs 10 the next front
Qeank =1+ 1
Q=Quiq}
=341

Fi=Q
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2) Since cach solution must be compared with all other so-
lutions in the population. the overall complexity of the
sharing function approach is O(N?).

In the proposed NSGA-IL, we replace the shaning function
approach with a crowded-comparison approach that climinues
both the above difficultics to some extent. The new approach
docs not require any user-defined parameter for maintaining
diversity among population members. Also, the suggested ap-
proach has a better computational complexity. To describe this
approach, we first define a densuty -estimation metnc and then
present the crowded-companson operator.

1) Denstry Estimation: To get an estimate of the denssty of
solutions sumounding a particular solution in the population, we
calculate the average distance of two points on cither side of
this point along cach of the objectives. This quantity 7.
serves as an estimate of the penmeter of the cuboid formed by
using the nearest neighbors as the vertices (Call this the crowding
distance). InFig 1, the crowding distance of the 1th solution in
its front (marked with solid carcles) is the average side length of
the cuboid (shown with a dashed box).

The crowding-distance computation requires sorting the pop-
ulation according 10 cach objective function value in ascending
order of magnitude. Thereafier, for cach objective function, the
boundary solutions (solutions with smallest and largest function
values) are assigned an infinite distance value. All other inter-
mediate solutions are assigned a distance value equal 1o the ab-
solute normahized difference in the function values of two adja-
cent solutions. Thas calculation is continued with other objective
functions. The overall crowding-distance value is calculated as
the sum of individual distance values corresponding to cach ob-
Jyective. Eachobjective function is normalized before cakeulating
the crowding distance. The algorithm as shown at the bottom of
the page ontlines the crowding-distance computation procedure
of all solutions in an nondominated set 7.

185

Here, Z{i].m refers to the rth objective function value of the
sthindividual in the set 7 and the parameters f** and fi'* are
the maximum and mimmum values of the mith objective func-
tion. The complexity of this procedure i governed by the sorting
algonthm. Since M independent sortings of at most N solu-
tions (when all popalation members are in one front Z) are in-
volved. the above algonithm has O(M N log N) computational
complexity.

After all population members in the set I are assigned a
distance metne, we can compare two solutions for their extent
of proximity with other solutions. A solution with a smaller
value of this distance measure is, in some sense, more crowded
by other solutions, Tlas s exactly what we compare in the
proposed  crowded-companison operator.  described  below.
Although Fig. | illustrates the crowding-distance computation
for two objectives, the procedure is applicable to more than two
objectives as well.

2 Crowded-Comparison Operator: The crowded-compar-
1son operator (<,,) guides the sclection process ot the vanous
stages of the algonthm toward a umiformly spread-out Parcto-
optimal front. Assume that every individual 7 in the population
has two attnbutes:

1) nondomination rank (7, ).
2) crowding distance (7. amee ).
We now define a partial order <, as

i <n ) i (Frank < Frank)
or ({#rauk = Jrank) .
and (icblm > j-li-l-un))

That 1s. between two solutions with diffening nondomination
ranks, we prefer the solution with the lower (betier) rank. Other-
wise, if both solutions belong 10 the same front, then we prefer
the solution that is located in a lesser crowded region.

With these three pew innovations—a fast nondominated
sorting procedure, a fast crowded distance estimation proce-
dure. and a simple crowded companson operalor, We are now
ready 10 describe the NSGA-IT algorithm.

€. Main Loop

Initially. & rndom parent population /% is created. The pop-
ulation is sorted based on the nondomination. Each solution is
assigned a fitness (or rank) equal to its nondomination level (1
1 the best kevel, 2 is the next-best level, and so on). Thus, mini-
mization of fitness is assumed, At fisst, the usual bimary tourma-
ment selection, recombination, and mutation operators are uscd
to create a offspnng population (2 of size N. Since ¢litism

crowding-distance-assignment(Z)
=
for cach 1, s¢1 Z[1]gineamer = 0
for cach objective m
I =son(Z. m)
I[llduum - I[’]cl.‘unn- =%
fori =21w0{l-1)

number of solutions in 7
mitlize distance

sort using cach objective value
so that boundary points are always sclected
for all other points

Tlilamsmce = Z[flaiminsee + (Z[i + m = Z[ = m) /(L2 ~ f131)
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is introduced by comparing current population with previously
found best nondominated solutions, the procedure is different
after the imtial generation. We first describe the fth genertion
of the proposed algonthm as shown at the bottom of the page.

The step-by -stcp procedure shows that NSGA-II algonthm is
simple and straightforward. First. a combined popalation K, =
Pe U Q15 formed. The population £, 1s of size 2N, Then, the
population K, is soned according to nondomination, Since all
previous and current population members are included in /2.
clitism is ensured. Now, solutions belonging 1o the best non-
dominated set F; arc of best solutions i the combined popu-
lation and must be emphasized more than any other solution in
the combined population. If the size of F| is smaller then N,
we definutely choose all members of the set F; for the new pop-
ulation /%, The remaining members of the population £ 4,
arc chosen from subsequent nondominated fronts in the order of
their ranking. Thus, solutions from the set 55 are chosen next.
followed by solutions from the set Fy, and so on. This procedure
is continued until no more sets can be accomunodated. Say that
the sct F; 1s the last nondominated sct beyond which no other
set can be accommodaed. In general, the count of solutions in
all sets from F; 10 F; would be larger than the population sizc.
To choose exactly N population members, we sort the solutions
of the Jast fromt F; using the crowded-companson operator <,
in descending order and choose the best solutsons needed 1o fill
all population slots. The NSGA-II procedure 15 also shown in
Fig. 2. The new population Fryy of size N is now used for se-
lection, crossover, and mutation 1o create a new population Q.4
of size N Itis important to note that we use a binary tournament
selection operator but the sclection criterion is now based on the
crowded-companson operator <,,. Since this openior requires
both the rank and crowded distance of cach solution in the pop-
ulation, we calculate these quantitics while forming the popula-
tion /4 5. as shown in the above algorithm

Consider the complexity of one iteration of the entire algo-
rithm, The basic operations and their worst-case complexitics
are as follows:

1) nondominated sonting is O( M(2N)?).

2) crowding~distance assignment is O( M (2N ) log{2N)):

3) sorting on <, 1s O(2N log(2N)).
The overall complexity of the algorithm is O{ M N?), which is
govemned by the nondominated sorting part of the algoathm. If

Crowding
distance P
sorting

)thjoetod

Fig 2 NSGA-N provedure.

performed carcfully, the complete population of size 2.V need
not be sorted according to nondomination. As soonas the sorting
procedure has found enough number of fronts 1o have N mem-
bers in Fy 4. there is no reason 1o continue with the sorting pro-
cedure.

The diversity among nondomimated solutions 18 introduced
by using the crowding comparnison procedure, which is used i
the tourmament sclection and dunng the population reduction
phase. Since solutions compete with their crowding-distance (a
measure of density of solutions in the neighborhood), no extra
niching parameter (such s o, needed in the NSGA) is re-
quired. Although the crowding distance is calculated in the ob-
Jective function space, it can also be implemented in the param-
cler space, if so desired [3]. However, in all simulations per-
formed in this study, we have used the objective-function space
miclang.

IV, SIMULATION RESULTS

In this section, we first describe the test problems used o
compare the performance of NSGA-I1 with PAES and SPEA.
For PAES and SPEA, we have identical parameter settings
as suggested in the oniginyl studies. For NSGA-II, we have
chosen a reasonable set of values and lave not made any cffont
in finding the best parameter setting. We leave this task for a
future study.

Ry = P uQ,
F = fast-non-dominated-sort(f,)
Feyy=0andi=1

until [Py | + F[ < N

combine parent and offspring population
Fom (Fy, F,, 000, all nondominated fronts of K,

until the parent population is filled

crowding-distance-assignment(F;) calculatc crowding-distance in F;
4t = P UF include th nondominated front in the parem pop
i=i+1 check the next front for inclusion
Sont(F,. <,.) sort in descending order using <,

FPro1 = Prsy U}-.[l N - ll’”,d),
Q51 = nake-new-pop{ Py )

t=t+1

choose the first (N ~ | Py y|) chements of 7,
use selection, crossover and mutation 1o create

ancw population (2

increment the gencration counter
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TABLE 1
TEST Prossmvs Usen 1N Ties Stuny
Problem | n Vasiable | Objective Optimal Comments
bounds | functices olutions
SCH 110 | Sl == TE[0,3] convex
filz)=(r =2
FON 3 1-4.4] hix)=1-exp(=%0, (:. - *)’ I =z3=mry | Donoomvex
i w1 -ep (=5, (n+ ) < (-VEIVE
POL 2 [=z.2) | fi(x) = [14 (A = By + (4; = BoY) (refer (1)) nonconvex,
Hix) = [(z: +3)7 + (23 + l)’] disconnected
Ay = 0.55in1 ~ 2008 1 + 8in2 - 1.5 0082
As = 155in1 = conl+ 2sin2 - 0.5 0082
B; = 05802, =« 2coaz; +1lnr; < 1L.ocomry
By = 15sinx, = cosry +2sinry - 0500y
KUR | 3| (=58 | Am=Ei (-10ep(-02/5+5,)) (refor 1)) | nomconvex
J3ix) = Sy (120" 4 5ainz})
won 30 {0.1) hix) =z, nep) comvex
Solx) = 5(x) [1 = /5 T59) =0,
#ix) =1 +9( 0, x) /(n=1) i=2...n
0712 30 10,1] Ji(x) = 2, € IO. l' noSCUnYVeX
Ja(x) = g(x) |1 - (n/u(x))'] £ =0,
gx)=149(T0  x) fin=1) i=2,..n
T3 | W 0.1 Silx) = 2y n el comvex,
Jalx) = 9ix) LE VETSIR) - iy sin(10es, )| 7m0, | disconsected
glx) = 1+9( "_,:.)/(n-’l) i=2...n
ZDT4 0] €0, | filx)wxy n €{0,1) BOBCOTYEX
£ €1=5,5. | falx) = gx) [1 = /A T500)| 7=0,
i=2..n | gx)=1+10(n—1) + L5, (27 - 10cos(dex)] | i=2,....n
W16 |10 ©0,1] Si(x) = 1 = exp(~dz,) sin* (622, ) # €01) BOTCOBYEX,
falx) = gtx) [1 - (fax)/atx))’] 220, | osuniormly
g(x) =1+ O[T 02 2) f(n— 1) iw2,..,n | spaced

All objestive Tunctions aeo %o be minimazed.

A Test Problems

We first deseribe the test problems used 1o compare different
MOEAs. Test problems are chosen from a number of signifi-
cant past studies in this arca, Veldhuizen [22] cited a number
of test problems that have been used in the past. Of them, we
choose four problems: Schaffer's study (SCH) [19). Fonseca
and Fleming's study (FON) [ 10], Poloni s study (POL) [ 16], and
Kursawe's study (KUR) [15]. In 1999 the first author suggested
a systematic way of developing test problems for multiobjec-
tive optimsization [3]. Zitzler ef ol [25] followed those guide-
lines and suggested six test problems. We choose five of those
six problems here and call them ZDTL. ZDT2, ZDT3. ZDT4,
and ZDT6. All problems lave two objective functions. None
of these problems have any construnt. We desenbe these prob-
fems in Table 1. The table also shows the number of varables,
their bounds. the Parcto-optimal solutions, and the nature of the
Parcto-optimal front for cach problem.

All approaches are run for a maximum of 25000 function
evaluations. We use the singke-point crossover and bitwise

mutation for bimary-coded GAs and the simulated binary
crossover (SBX) opertor and polynomial matation [6] for
real<coded GAs. The crossover probability of p. = 0.9 and
a mutation probability of p,,, 1/n or 1/£ (where i is the
number of decision vanables for real-coded GAs and £ is the
string length for binary-coded GAs) arc used. For real-coded
NSGA-IL we use distribution indexes [6] for crossover and
mutation operators as 7. = 20 and 5, = 20, respectively.
The population obtained at the end of 250 gencrations (the
population after clite-prescrving operator is applied) is used to
calculate a couple of performance metrics, which we discuss
in the next section. For PAES, we use a depth value d equal
o four and an archive size a of 100. We use all population
members of the archive obtained o the end of 25 000 itcrations
1o cakulate the performance metnics. For SPEA, we use a
population of size 80 and an external population of size 20 (this
4 1 ratio is suggested by the developers of SPEA to maintain
an adequate selection pressure for the clite solutions), so that
overall population size becomes 100, SPEA is also run until
25000 function evaluations are done. For SPEA, we use the
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Fig 3. Distance metric T,

nondominated solutions of the combined GA and extermal
populations at the final genertion to calculate the performance
metrics used in this study. For PAES, SPEA, and birary -coded
NSGA-II, we have used 30 bits to code cach decision vanable.

B. Performance Measurex

Unlike in single-objective optimization. there arc two goals in
a multiobjective optimization: 1) comengence 1o the Parcto-op-
timal set and 2) maintenance of diversity in solutions of the
Parcto-optimal sct. These two tasks cannot be measured ade-
quatcly with one performance metnc, Many performance met-
ncs have been suggested 1), 18], [24]. Here, we define two per-
formance metrics that arc more direct in evaluating cach of the
above two goals i a solution sct obtainad by a multiobjective
optimization algorithm.

The first metric T measures the extent of comerngence 10 a
known set of Parcto-optimal solutions. Since multiobjective al-
gorithms would be tested on problems having a known sct of
Parcto-optimal solutions, the calculation of this metnc is pos-
sible. We realize, however, that such a metnic cannot be used
for any arbitrary problem. First, we find a set of H = 500 uni-
formly spaced solutions from the true Pascto-optimal front in
the objective space. For cach solution obtained with an algo-
rithm, we compute the minimum Euclidean distance of it from
H chosen solutions on the Parcto-optimal fromt. The average
of these distances is used as the first metnic T (ithe comer-
gence metnc), Fig 3 shows the calculation procedure of this
metric. The shaded region is the feasible scarch region and the
solid curved lines specify the Parcto-optimal solutions. Solu-
tions with open circles are 2 chosen solutions on the Pareto-op-
tinzal front for the calculation of the comvergence metric and so-
lutions marked with dark circles are solutions obtmned by an
algonithm. The smaller the vidue of this metnc, the better the
comergence toward the Parcto-optimal front. When all obtained
solutions lic exactly on /4 chosen solitions. this metnc takes a
value of zero. In all simulations performed here, we present the
average T and vanance oy of this metric cakeulated for solution
scts obtained in multiple nuns.

Even when all solutions comvenge to the Parcto-optimal front.
the above comergence metnc does not have a value of zero. The
metric will vield zero only when each obtained solution lics ex-
actly oncachof the chosen solutions. Although this metnic alone

rExtrene
L l solution

T '
|
|
|
|
l

d. 4
Obtained 3
solutions—% - ’ :::::T:u
£

Fig 4. Dwversity metric A

can provide some information about the spread in obtained so-
lutions, we define an different metnc to measure the spread in
solutions obtmned by an algonthm directly, The second metric
A measures the extent of spread achieved among the oblained
solutions, Here, we are interested in getting a set of solutions
that spans the entire Parcto-optimal region. We calculate the
Enchidean distance o, between consecutive solutions in the ob-
tained nondominated set of solutions. We calculae the average
 of these distances. Thereafier. from the obtained set of non-
dominated solutions, we first calculate the extreme solutions (in
the objective space) by fitting a curve parallel to that of the true
Parcto-optimal front, Then, we use the following metnc (o cal-
culate the nonuniformity in the distnbution:

Nl
dp+de+ Y |di =

A= — ‘ 1

dy+di+(N-1)d L

Here, the parameters o and d; are the Euclidean distances be-
tween the extreme solutions and the boundary solutions of the
obtained nondominated set, as depicted in Fig. 4. The figure il-
lustrates all distances mentioned in the above equation. The pa-
rameter d is the average of all distances . 7 = 1, 2. ..., (N -
1), assuming that there are N solutions on the best nondomi-
nated front. With N solutions. there are (N~ 1) consecutive
distances. The denominator is the value of the numerator for the
case whenall V solutions lic on one solution. It is interesting o
note that this is not the worst case spread of solutions possible.
We can lave a scemano in whach there is a large vanance ind,.
In such scenanos, the metne may be greater than one, Thus, the
maximum value of the above metnic can be greater than one.
However. a good distribution would make all distances , equal
10 4 and would make d; = dy = 0 (with existence of extreme
solutions in the nondominated sct). Thus, for the most widely
and uniformly spreadout set of nondominated solutions, the mi-
merator of & would be zero, making the metnc 10 take a value
2er0. Forany other distribution, the value of the metric would be
greater than zero. For two distnbutions having identical values
of d y and dy. the metric A takes a higher value with worse distri-
butions of solutions within the extreme solutions. Note that the
above diversity metnc can be used on amv pondominated set of
solutions, including one that is not the Parcto-optimal sct. Using

111
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TABLE I
MEAN (FIRST ROWS) AND VARIANCE (SECOND ROWS) OF THE CONVIROENCE MENQC T
“Rigorithm CH| (3
NSGA 0.003391 | 0.00193) 0015553 0.028964 | 0 0&:“52 0 072391 0 mm 051 ms 0 256564
Real . i - =

NSGAJI 0.002833 | 0.002571 I 00"029 0.028951
Binary-coded |0 000001 )

0.00089¢ ooooezc 0043411 szzms 7 86798
T 30753 UOOTEAY

SPEA L0O0S 1 0.3200¢ § O.00TRLE a2 °°'”"

| OWlT”

0001339 | 0047517 | 7 340009 | 0 221138
ST 3

PAES 0.001313 | 0151263 OW 0057323

oomes 0126276 | 0023872 1 0.854316 | 0 085469

TABLE 111
MEAN (FIRST ROWS) AND VARIANCE (SECOND ROWS) OF THE DIVERSITY METRIC A
Agorthm L i q
NSGAZR 0477899 | 0.378065 | 0.452150 | 0.411477 | 0.390307 | 0.430776 | 0.738540 | 0.702612 | 0 668025
Rest-coded | "UTORT]

NSGA-fI 04452065 | 0395131 | 0.503721 ouzmlovuxm 0435112 o.smoolouwslo.uun

SPEA 1021110 0.672038 | 0 798463 | 0249380
ST m"mndmn
0.789920 | 0870458 | 1 153052

PAES £3 001685 :

a tnangulanzation techmque or & Vorono: diagram approach [1]
to calculte o, the above procedure can be extended to estimate
the spread of solutions in higher dimensions.

€ Discussion of the Results

Table 11 shows the mean and vanance of the comvergence
metne T obtained using four algonthms NSGA-I (real-coded),
NSGA-1I (binary-coded). SPEA, and PAES,

NSGA-H (real coded or binary coded) is able to comvenge
better in all problems except in ZDT3 and ZDT6. where PAES
found betier comvergence. In all cases with NSGA-IIL, the van-
ance in ten runs is also small, except in ZDT4 with NSGA-II
(binary coded). The fixed archave strategy of PAES allows better
comengence to be achicved in two out of nine problens,

Table 111 shows the mean and variance of the diversity metne
A obtained using all three algonthms.

NSGA-I (real or binary coded) performs the best i all mne
test problems. The worst performance is observed with PAES,
Forillustration, we show one of the ten runs of PAES withan ar-
bitrary run of NSGA-1I (real-coded) on problem SCH in Fig. 5.

On most problems, real-coded NSGA-I1 is able to find a
better spread of solutions than any other algorithm, including
binary-coded NSGA-II,

In order to demonstrate the working of these algonthms,
we also show typical stmulation results of PAES, SPEA, and
NSGA-II on the test problems KUR, ZDT2, ZDT4, and ZDT6,
The problem KUR has three discontinsous regions in the
Parcto-optimad fromt. Fig. 6 shows all nondominated solutions
obtained after 250 generations with NSGA-II (realcoded). The
Parcto-optimal region is also shown in the figure. Thas figure
demonstrates the abilitics of NSGA-IT in converging to the true
front and in finding diverse solutions in the front. Fig. 7 shows
the obtained nondominated solutions with SPEA, which is the
next-best algonithm for this problem (refer to Tables I and 1),
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Fig 6. Noadominated solutions with NSGA-IL (real-coded) on KUR.
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In both aspects of comvergence and distribution of solutions,
NSGA-II performed better than SPEA in this problem: Since
SPEA could not maintain ¢nough nondominated solutions in
the final GA population, the overall number of nondominated
solutions is much less compared to that obtained in the final
population of NSGA-IL

Next, we show the nondominated solutions on the problem
ZDT2inFigs 8and 9, This problem has a noncomex Pareto-op-
timal front. We show the performance of binary -coded NSGA-II
and SPEA on this function. Although the comengence is not
a difficulty here with both of these algonthms, both real- and
binary-coded NSGA-I1 have found a better spread and more
solutions in the entire Parcto-optimal region than SPEA (the
next-best algorithm observed for this problem).

The problem ZDT4 has 217 or 7.94(10%%) different local
Parcto-optimal fronts in the scarch space. of which only onc
corresponds 1o the global Parcto-optimal front. The Euchidean
distance in the decision space between solutions of o con-
secutive local Parcto-optimal sets is 0.25. Fig. 10 shows that
both real-coded NSGA-Il and PAES get stuck at different
local Parcto-optimal sets, but the comergence and ability
10 find a diverse set of solutions are defintely better with
NSGA-II. Binary-coded GAs have difficultics in comvenging
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Fig 10, NSGA-M1 finds better comergence and spread of solutions than PAES
on ZDT4

near the global Parcto-optimal front. a matter that 1s also been
observed in previous single-objective studics |5, On a similar
tenvanable Rastrigin's function [the function g{x) here],
that study clearly showed that a popalation of size of about
at keast 500 is needed for single-objective binary-coded GAs
(with tourmament selection, single-point crossover and bitwise
mutation) to find the global optimum solution in more than
50r% of the simulation nins. Since we have used a population of
s1ze 100, 1t 18 not expected that a muluobjectnve GA would find
the global Parcto-optimal solution, but NSGA-II is able to find
a good spread of solutions cven at a local Parcto-optimal from.
Since SPEA comverges poorfy on this problem (see Tabke 11).
we do not show SPEA results on this figure,

Finally, Fig. 11 shows that SPEA finds a betier comverged
set of nondominated solutions 1n ZDT6 compared 10 any other
algorithm. However, the distnbution in solutions is better with
real-coded NSGA-IL

D. Different Parameter Settings

In this study, we do not make any serious attempt to find the
best parameter setting for NSGA-IL But in this section, we per-
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TABLE IV
MEAN AND VARIANCE OF THL CONVERGINCH AND DIVRRSITY METcs
LW TO S00 GENERATIONS

Convergence metnic, 1
L KOR 2073 20T Z0Te
Vaniance | 0000001 | 0000017 | 0000227 | 0053460 | 0015643
Diversaty metric, &
POL KUK 2073 2074 20T
0 GEEITE |

Wean 1 0A81022 [ 04 O ACOZ | 0.655608
Varance | 0.002186 | [ T000510 | 0026729 | 0.003302

form additional cxpenments to show the effect of a couple of
different parameter settings on the performance of NSGA-IIL

First, we keep all other parameters as before, but increase the
number of maximum generations to 300 (instcad of 250 used
before). Table IV shows the comvergence and diversity metrics
for problems POL, KUR, ZDT3, ZDT4. and ZDT6. Now, we
achieve acomvengence very close to the true Parcto-optimal fromt
and with a much better distnbution. The table shows that in all
these difficult problems, the real-coded NSGA-I1 has comenged
very close 1o the true optimal from, except in ZDT6, which prob-
ably requires a different paramcter setting with NSGA-IL. Par-
ticularty, the results on ZDT3 and ZDT4 improve with genera-
tion number.

The problem ZDT4 has a number of Jocal Parcto-optimal
fronts, cach corresponding to particular value of g{x). A large
change in the decision vector is needed to get out of a local
optimum. Unless mutation or crossover operators arc capable
of creating solutions in the basin of another betier attractor.
the improvement in the comvergence toward the true Parcto-op-
tmal front is not possible. We use NSGA-I (real-coded) with a
smaller distnbution index #,,, = 10 for mutation, which has an
effect of creating solutions with more spread than before. Rest
of the parameter settings are identical as before. The comver-
gence metric T and diversity measure A on problem ZDT4 a
the end of 250 gencrmtions are as follows:

T = 002954 oF = 0002145
3 = 0495400 0% = 0003852,

ot
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Fig 12, Obtained nondominated sofutions with NSGA-I1 on problem ZDT4,

These results are much better than PAES and SPEA, as shown
i Table 1L To demonstrate the comvergence and spread of so-
lutions, we plot the nondomimated solutions of one of the nins
after 250 genertions in Fig. 12, The figure shows that NSGA-I1
15 able 10 find solutions on the true Parcto-optimal front with
g(x) = LO.

V. ROTATED PROBLEMS

It has been discussed 1n an cardier study [3] that interactions
among decision vanables can introduce another level of dif-
ficulty 1o any multiobjective optimization algonthm including
EAs. In this section, we create one such problem and imvesti-
gate the working of previously three MOEAS on the following
cpistatic problem:

minimize  fi{y) =m
minimize  faly) = g(y)exp{-wm /aly))
where gly) = 1410(n - 1)

+z [4F = 10cos{axy,)]
-
and y = Rx
~03<r, <03, fori=12.....n

An EA works with the decision vanable vector x. but the above
objective functions are defined in terms of the vanable vector y,
which is cakeulated by transforming the decision vanable vector
X by a fixed rotation matrix R This way. the objective functions
are functions of a lincar combination of decision vanables. In
order to maintain a spread of solutions over the Parcto-optimal
region OF cven comverge to amy panicular solution requires an
EA to update all decision variables ina particular fashion. With
a genenic scarch operator. such as the variablewise SBX operator
used here, this becomes a difficult task for an EA. However,
here, we are interested in evaluating the overall behavior of three
clitist MOEAs.

We use a population size of 100 and run each algorthm until
300 generations, For SBX, we use . = 10 and we use 1, =
50 for mutation. To restrict the Parcto-optimal solutions to I

)
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within the prescribed vanable bounds, we discourage solutions
with | fi] > 0.3 by adding a fixed large penalty 1o both objec-
tives. Fig. 13 shows the obtained solutions at the end of 500
generations using NSGA-II, PAES, and SPEA. It is observed
that NSGA-II solutions are closer to the true front compared
10 solutions obtained by PAES and SPEA. The correlated pa-
rameter updates noeded to progress toward the Parcto-optimal
front makes this kind of problems difficult to solve. NSGA-II's
clite-preserving operator along with the real-coded crossover
and mutation operators s able to find some solutions close to the
Parcto-optimal front [with ¢{y) = 1 resulting f> = exp(=f;)].
This example problem demonstrates that one of the known dif-
ficultics (the finkage problem [11], [12]) of single-objective op-
timization algonithm can also cause difficultics in a multiobjec-
tve problem. However, more sy stematic studies are needed to
amply address the linkage issue in multiobjective optimization.

VI, CONSTRAINT HANDLING

In the past, the first author and lus students implemented a
penalty -parameteriess constraint-handling approach for single-
objective optimization. Those studics [2]. [6] have shown how
a tourmament selection based algonthm can be used to handle
constraings in 4 population approach much better than a number
of other existing constraint-handling approaches. A similar ap-
proach can be introduced with the above NSGA-1I for solving
constramed multiobjective optimization problems.

A Proposed Constraint-Handling Approach (Constrained
NSGA-ID

This constraint-handling method uses the binary tourmament
sclection. where two solutions are picked from the population
and the better solution is chosen. In the presence of constrints.
cach solution can be cither feasible or infeasible. Thus, there
may be at most three situations: 1) both solutions are feasible;
2) onc is feasible and other is not: and 3) both are infeasible.

For single objective optimization, we used a simple rule foreach
case.

Case 1) Choose the solution with better objective function

value.

Case 2) Choose the feasible solution.

Case 3) Choose the solution with smaller overall constraint

viokation
Since in no case constraints and objective function values are
compared with each other, there is no need of having amy penalty
parumeter. a matter that makes the proposed constraint-handling
approach useful and attractive.

In the context of multiobjective optimization. the katter two
cascs can be used as they are and the first case can be resolved by
using the crowded-companson operator as before. To muntam
the modulanity in the procedures of NSGA-IL we simply modify
the definition of dowrination between two solutions + and ;.

Definition 1: A solution 1 is saxd to constrained-dominate a
solution 7, if any of the following conditons is true.

1) Solution r is feasible and solution 7 is not.

2) Solutions « and ; arc both infeasible, but solution ¢ has a

smaller overall constrint violation.

3) Solutions i and 7 are feasible and solution 1 dominates

solution ;.

The effect of using this constrained-domimation pnnciple
is that any feasible solution has a better nondormination rank
than any infeasible solution, All feasible solutions are ranked
according to their nondomination level based on the objective
function values. However, among two infeasible solutions. the
solution with a smaller constraint viokation has a better rank.
Morcover. this modification in the nondomimation pnnciple
docs not change the computational complexity of NSGA-IL
The rest of the NSGA-H procedure as described carlier can be
used as usual,

The above constrained-domination definition is similar to that
suggested by Fonseca and Fleming [9]. The ondy difference is
in the way domination is defined for the infeasible solutions.
In the above definition, an infeasible solution having a larger
overall construint-violation are classified as members of a larger
nondomination level. On the other hand, in [9), infeasible solu-
tions violming different constraints are classified as members
of the same nondominated front. Thas, one infeasible solution
violating a constramt marginally will be placed in the same
nondominated Jevel with another solution violating a different
constraint 10 a large extent, This mav cause an algonthm to
wander in the infeasible scarch region for more gencrations be-
fore reaching the feasible regron through constraim boundanes.
Morcover. since Fonseca-Fleming's approach requires domina-
tion checks with the constraint-violation valucs, the proposed
approach of this paper is computationally less expensive and is
simpler.

B. Rayv-Tai-Seow s Constraint-Handling Approach

Ray ef al. |17] suggested a more claborate constramnt-han-
dling techmque, where construnt violations of sl constraints
arc not simply summed together Instead. a nondomination
check of constraint violations is also made, We give an outhine
of this procedure here.

115



DEB ot ol A FAST AND ELITIST MULTIORIECTIVE OA: NSGAB

v

TAHLE V
ConsTRANED TEST PRost s UsiD IN Taos STUDY

Problem | n Vasiable Objective 1 Cotsteaints
bonituds functions
CONSIR |2 = & 0.0.20] | filx) =1, [ 9IX) = =90, 26
25 ¢ (0.5 LX) = (1e1)/5 X)) = 54098, 21
SRN 2| 2,6(=202 | fiix)w (g3 =2 4= 1) <2 nix) =i+ 23<225
i=12 Sulx) =025 — (53 - 1P galx) w2y — 353 < ~10
TNK 2 £ € 0,7 Silx) = x4 nix) = -1} - 1 + 1 «
O looed M6 actanf2, /230 S0
=2 Jux) - 23 Oix) = (a; ~ 08P + (r; = 05F <0b
WATER | 3| 001 € 2y €045 | fy{x) = 1067803725 4 24) 0170067 | (X)) = 000030/ (ryr3) = 4940y -
008 <1
001 £ 73 S 00 | f2ix) = 300, g2(X) = 00006/ (£;75) + 10825,
| 00886 < 1
001 €23 010 f5ix] = (305700)228923 /(006 « | ga(X) = 12.307/(xyx2) + 0308245, =
| 225004 05302 £ J000
| Fux) = (250)2250 exp(~39.70x; = | gy(x) w 2008/(x,15) + HIH633s, -
99y 4274 G671 < 16000

JAx) = 250030/ y73) + 400x; - S0)| go(x) = 2138/(xy2;) = THEL30r, -

T8 £ 1000

ogiX) = OATixiez) + 1720200, ~
136.54 < 2000

gix) = 0061/ (2y2) + G300y
5448 < 5%

Al objestive fi ac 10 be minimized

Three different nondominated rankings of the population are
first performed. The first ranking is performed using M objec-
tive function values and the resulting ranking is stored ina N «di-
mensional vector R, The second ranking f..,, is performed
using only the constraint violation valucs of all (J of them) con-
straints and no objective function information is used. Thus,
constraint violation of cach constraint is used a cnitenion and
a nondomination classification of the population is performed
with the constraint violation values, Notice that for a feasible
solution all corstraint viokations are z¢ro. Thus, all feassble so-
lutions have a rank 1 in R, The third ranking is performed
on acombination of objective functions and constramt-violation
values [a total of (M + J) values). This produces the ranking
Ry Although objective function values and constraint viola-
tions arc used together, one mice aspect of this algonithm is that
there is no need for any penalty parameter. In the domination
check, cntena are compared individually, therchy eliminating
the need of amy penalty parameter. Once these rankings are over,
all feasshle solutions having the best rank in K., are chosen
for the new population. If more population slots arc avaslable,
they are created from the remaining solutions systematically. By
giving importance 1o the ranking in f,; in the selection op-
crator and by giving importance 1o the mnking i K., in the
Ccrossover operator. the imvestigators land out a sy stematic multi-
objective GA, which also includes a niche-preserving operator.
For details, readers may refer 1o [17]. Although the investiga-
tors did not compare their algonthm with any other method,
they showed the working of this constraint-handling method
on a number of engincening design problems, However, since
nondominated sorting of three different sets of crtere are re-
quired and the algonthm introduces nany different opertors,
it remains 10 be investigated how it performs on more comples

problems, particularly from the point of view of computational
burden associted with the method.

In the following section, we choose a set of four prob-
kems and compare the simple construined NSGA-IT with the
Ray~Tis-Scow 's method

. Simmulation Results

We choose four constrained test problems (see Table V) that
have been used in carlier studies. In the first problem, a part of
the unconstruned Parcto-optimal region is not feasible. Thus,
the resulting constrained Parcto-optimal region 1s a4 concater-
tion of the first constrint boundary and some part of the uncon-
strained Parcto-opumal region. The second problem SRN was
used in the onginal study of NSGA [20]. Here, the construncd
Parcto-optimal set is a subset of the unconstrained Parcto-op-
tmal set. The third problem TNK was suggested by Tanaka ef
al. [21) and has a discontinuous Parcto-optimal region, falling
catirely on the first constraint boundary. In the next section,
we show the construned Parcto-optimal region for each of the
above problems. The founth problem \WATER 15 & five-objec-
tive and seven-constraint problem, attempted to solve in [17)
With five objectives, it is difficult to discuss the effect of the
constraints on the unconstrained Parcto-optimal region. In the
next section. we show all (3) o ten painvise plots of obtained
nondominated solutions. We apply realcoded NSGA-II here.

In all problems, we use a population size of 100, distribu-
ton indexes for real-coded crossover and mutation operaors
of 20 and 100, respectively, and run NSGA-II (real coded)
with the proposed constrint-handling technique and with
Ray-~Tar-Seow’s construnt-handling algonthm [17] for a
nmximum of 500 generations. We choose this rther karge
mumber of gencrations to imvestigate if the spread in solutions
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Fig 14 Obtained mondominated solutions with NSGA-II o the constrained
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10 T Lame. w T n——

ot e TR e

|
01 82 03 @4 DS 06 6T 08 09 1
e

Fig 15 Otancd sondominsted solutions with Ray-Tai-Soow s algorithm on
the comstrained peoblems CONSTR.

can be mantained for a large number of generations. However.
incach case, we oblain a reasonably good spread of solutions as
carly as 200 gencrtions. Crossover and mutation probabilitics
arce the same as before,

Fig. 14 shows the obtained set of 100 nondominated solu-
tions afier 500 generations using NSGA-IL The figure shows
that NSGA-I1 is able to unformly maintain solutions in both
Parcto-optimal region. It is important to note that in order o
maintain a spread of solutions on the constrint boundary, the
solutions must have to be modified in a particular manner dic-
tated by the constraint function. Thas becomes a difficult task of
any scarch operator. Fig 15 shows the obtained solutions using
Ray-Tai-Scow ‘s algonthm after 500 gencrations. It is clear that
NSGA-II performs better than Ray-~Tar-Scow's algonthm in
terms of comenung to the tne Parcto-optimal front and also
in terms of maintaiming a diverse population of nondominated
solutions.

Next. we consider the test problem SRN. Fig. 16 shows the
nondominated solutions after 500 generations using NSGA-I1

Fig 16 Obtained sondominated sobicen with NSGA-II oo the constrained
problass SRN.

150 y Y - —r— T

wt

Fig 17, Obtained soadominated solutions with Ray - Tai- Scow s algocithm on
the comtrained problem SRN.

The figure shows how NSGA-II can bring a random population
on the Parcto-optimal front. Ray-Tai-Seow 's algonthm is also
able to come closc 1o the front on this test problem (Fig. 17).
Figs. 18 and 19 show the feasible objective space and
the obtained nondominated solutions with NSGA-Il and
Ray-Tai-Scow's algonthm. Here, the Parcto-optimal region
is discontinuous and NSGA-II docs not have any difficulty
finding a wide spread of solutions over the tnie Parcto-optimal
region. Although Ray-Tai-Scow’s algorithm found a number
of solutions on the Parcto-optimal front, there exist many
infeasible solutions cven afier 300 genertions. In order to
demonstrate the working of Fonseca-Fleming's constrint-han-
dling strategy, we implement it with NSGA-I1 and apply on
TNK. Fig 20 shows 100 population members o the end of
500 gencrations and with identical parameter setting as used in
Fig. 18. Both these figures demonstrate that the proposed and
ing’s constraint-handling strategics work well
with NSGA-IL
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Fig 18 Obtsned nondominated solutsons with NSGA-1 on the comtrained
problem TNK.

14 T T T T Y T

1.2

2

06

04

02

0O 02 04 06 0% 1 12 14
£1

Fig 19, Obtained sondominated sodetions with Ray - Tai-Scow s algorithm on
the constrassed problem TNK.

Ray ef al [17] have used the problem WATER in their
study. They normalized the objective functions in the following
manner:

[i/8010%), [2/1500,  fyf3(10°).  [i/6(10). f;/S000.

Since there are five objective functions in the problem WATER.
we observe the mange of the normalized objective function
vatlues of the obtained nondominated solutions. Table VI shows
the companson with Ray-Tai-Scow’s algonthm. In most
objective functions, NSGA-1I has found a better spread of
solutions than Ray-Tai-Scow s approach. In order to show the
painwise interactions among these five normalized objective
functions. we plot all (3) or ten interactions in Fig. 21 for both
algonthms. NSGA-II results are shown in the upper diagonal
portion of the figure and the Ray-Tar-Scow s results are shown
in the lower diagonal portion. The axes of any plot can be
obtained by looking at the corresponding diagonal boxes and
their ranges. For example, the plot at the first row and third
column has its vertical axis as f; and horizontal axis as fy.
Since this plot belongs in the upper side of the diagonal. this

2

o 02 04 06 0K 1 12 14

Fig 200 Obtained pondominated  solutions  with  Fonseca Flemmng's
constesint-handling strategy with NSGA-IT on the comtrainad peoblem TNK.

plot is obtained using NSGA-IL In order 1o compare thas plot
with a similar plot using Ray~Tui~Seow’s approach. we look
for the plot in the third row and first column. For this figure, the
vertical axis is plotied as f5 and the horizontal axis is plotted
as fi. To get a betier companison between these two plots, we
obsenve Ray-Tai-Seow's plot as it is, but turn the page 90° in
the clockwise direction for NSGA-I1 results. This would make
the labeling and ranges of the axes same in both cases.

We observe that NSGA-IT plots have better formed pattems
than in Ray-Tai-Scow's plots. For example, figures f;=fq.
Si=fi. and [y interactions are very clear from NSGA-II
results. Although ssmilar patterns exist in the results obtaned
using Ray-Tai-Scow’s algonthm, the convergence to the true
fronts is not adequate.

VIl CoNCLUSION

We have proposed a computationally fast and clitist MOEA
based on a nondominated sorting approach. On nine different
difficult test problems borrowed from the litemture, the pro-
posed NSGA-II was able to maintain a better spread of solu-
tions and comverge better in the obtained nondominated from
compared 10 two other clitist MOEAs—PAES and SPEA. How-
ever, one problem, PAES, was able to comerge closer to the true
Parcto-optimal front. PAES maintains diversity among solutions
by controlling crowding of solutions in a deterministic and pre-
specified number of equal-sized cells in the scarch space, In
that problem, it is suspected that such a deterministic crowding
coupled with the effect of mutation-bascd approach has been
beneficial in comenging near the true front compared to the dy -
namic and parameteriess crowding approach used in NSGA-I1
and SPEA. However, the diversity preserving mechanism used
1 NSGA-I1 s found 1o be the best among the three approaches
studicd here,

On a problem having strong parameter interactions, NSGA-I1
has been abke 1o come closer 1o the true front than the other
wo approaches, but the important matter is that all three
approaches faced difficultics in solving this so-called highly
cpastatic problem. Although this has boen a matter of ongoing
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rescarch i single-obgective EA studics. this paper shows
that highly epistatic problems may also cause difficulies to
MOEAs. More importantly, rescarchers in the fickd should
consider such epistatic problems for testing a newly developed
algorithm for multiobjective optimization.

We linve also proposed a simple extension (o the definition
of dominance for constrained multiobjective optimization. Al-
though this new definition can be used with any other MOEAs.
the real-coded NSGA-11 with tlus definition has been shown
10 solve four different problems much better than another re-
cently-proposed constrmnt-handling approach.

With the propertics of a fast nondominated sorting procedure.
an chitist strategy, a parameteriess approach and a simple vet
efficient constraint-handling method, NSGA-II, should find in-
creasing attention and applications in the near future.
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ANEXO 4 GRAFICAS DE LAS FRONTERAS
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<Total system reliability - 720 hours - 100 gen.>
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