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Clasificar casos u objetos en diferentes grupos es una necesidad en el mundo en el que vivimos donde
hace falta poner orden y agrupar desde libros, organismos, personas, eventos, autos o, como en el pre-
sente trabajo, texto. El analisis de grupos o clustering, es una coleccion de métodos estadisticos que
permiten agrupar casos sobre los cuales se miden diferentes variables que representan rasgos o caracte-
risticas de los textos [8]. Asi, casos que presenten caracteristicas muy similares quedaran agrupados en
conjuntos Ilamados grupos o clusters, de manera que se diferencien respecto de los casos agrupados en
otros grupos. Estos grupos deben ser hallados sin informacion a priori y seran sugeridos Unicamente

por la propia esencia de los datos.

Uno de los problemas fundamentales del andlisis de grupos es que no existe una definicién precisa de
grupo. Ello ha dado lugar al desarrollo de una gran cantidad de métodos; asi, podemos hablar de dos
grandes blogues de métodos de agrupamiento: los jerarquicos y los no jerarquicos o particionales. En
los métodos jerarquicos, la pertenencia a un grupo en un nivel o jerarquia condiciona la pertenencia a
grupos de nivel superior. Ademas, se dividen en aglomerativos y divisivos o disociativos, segun la je-
rarquia, ya sea construida agrupando casos o bien dividiéndolos secuencialmente. Los métodos parti-
cionales obtienen una Unica particion de los datos mediante la optimizacion de alguna funcién adecua-

da. Estos métodos son también conocidos como métodos de optimizacion.

Los métodos particionales utilizan una matriz de datos mientras que los jerarquicos parten de una ma-

triz de distancias o similitudes.
4.1 Distancias y similitudes

Supdngase un conjunto de datos X representado por una matriz m x n donde se conjuntan datos corres-
pondientes a m casos con n variables. Cada rengldn (caso) es un vector Xi = (X1, X2, X3, ...,xn) de obser-
vaciones de n variables. Ahora, teniendo en cuenta que nuestro objetivo principal es hallar grupos que
contengan casos similares, va a ser necesario medir las similitudes o bien las distancias que hay entre

los casos.

Concepto de distancia: Dados dos puntos X; y X; pertenecientes a R™, se dice que se ha establecido

una distancia, o0 métrica, entre ellos, si se ha definido una funcién d con las siguientes propiedades [18]

[19] [8].

1. d(X,X;) =0, VX, X; €X

2. d(Xi,Xi) = 0, vieX
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3 d(X,X;) =d(X;,X;), VX, X, €X

La primera de las propiedades dice que todas las distancias deben ser no negativas. La segunda dice
que cada caso tiene una distancia de cero respecto a si mismo y la ultima de las propiedades establece
la simetria, es decir, la distancia que puede haber de un caso X; a otro caso X; es la misma que hay del
caso X; al X;. Obviamente, cuanto mayor sea la distancia d(X;, X;), mas alejados estaran los casos X; y

Xi.

Ademas de lo anterior, la distancia debe verificar que si tenemos tres puntos, la suma de las longitudes
de dos lados cualesquiera del triangulo formado por los tres puntos debe siempre ser mayor que el ter-
cer lado. Esta propiedad se conoce como la propiedad triangular. d(Xi,Xj) <dX;, Xy) + d(Xk,Xj),
VX, Xj, Xk €X

Como el nimero de casos es finito, es posible ordenar las interdistancias en una matriz simétrica de

m x m, conocida como matriz de distancias sobre X:

d11 d12 dlm
D = d21 d22 dZm
dnu dmz dmm

Una matriz simétrica donde su diagonal principal son ceros.
Concepto de similitud: Dados dos puntos X; y X; pertenecientes a R™, se dice que se ha establecido
una medida de similitud entre ellos si se ha definido una funcion s con las siguientes propiedades.

1. 0<s(X, X)) <1, VX, X €X

2 1=sX,X) =s(X,X;), VX, €X

3 s(X,X) =s(X;,X;), VX, X; €X

La primera propiedad nos dice que la similitud debe ser no negativa y establece una escala entre cero y
uno. La segunda, que cada caso se parece a si mismo mas que a cualquier otro caso y la ultima estable-
ce la simetria. En cuanto a la interpretacion se puede decir que cuanto mayor sea la similitud
s(Xl-,Xj) mas parecidos seran los casos X; y X;. La matriz de similitud se construye de la misma forma

que la matriz de distancias, pero con la caracteristica de que la diagonal principal esta compuesta de

unos.
S11 S12 Sim
S21 S22 Som
S =
Sm1  Sm2 Smm

22



4. Andlisis de grupos (clustering)

La idea de similitud en esta matriz esta muy asociada a la distancia y en ocasiones puede ser mas facil
de calcular la distancia. Existen varias formas de pasar de una matriz de similitud a una matriz de dis-
tancias sobre X y viceversa.

Trasformacion de una matriz de distancias a matriz de similitud: Dados dos casos X; y X;, la trans-

formada de Gower [9] asegura que se cumple la siguiente relacion:
2 _
dij = Sji + S” — Zsij

En general, sobre cada caso de X se habran medido n variables y por lo tanto cada caso puede ser re-
presentado como un punto p = (p4, P2, .-, Py) de R™, de manera que cada p; es el valor que toma la i-
ésima variable medida sobre el caso p. Dependiendo de la naturaleza de las variables que se hayan con-
siderado (variables continuas, binarias 0 mixtas) utilizan diferentes tipos de distancias o similitudes.
Asi pues, hay una enorme variedad de distancias y similitudes. En esta tesis sélo se pretende dar una
introduccién al tema y exponer algunos de los métodos mas utilizados, especificamente distancias para

variables continuas y similitudes para variables binarias.
4.1.1 Distancias para variables continuas

Supongamos que las n variables consideradas sean continuas. A continuacion se presentan algunos

ejemplos de distancias estadisticas entre dos casos de X representados por los puntos

p = PuD2Pm)Yd= (91,92 -, qm)-

1. Distancia euclidiana [18] [19] [21],
de(, ) = [p— P —q)]

m 1/2
= [Z(Pi - %)2]
i=1

2. Distancia de Minkowsky [8][19] (¢ = 1),

m 1/q
du(p,4) = <Z[pi - qi]Q>

i=1

Cuando g=2 ésta se reduce a la distancia euclidiana. Cuando g=1, se obtiene la distancia también cono-

cida como métrica de Manhattan o distancia de Hamming.
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3. Distancia valor absoluto[8],

m

Z[Pi —qil

i=1

daps(p, q) =

4. Distancia de Clark

r m 1
dc(p,q) = z (m([m - qi] ))

=1

Cuando r=2, esta distancia corresponde a una distancia euclidiana normalizada. Cuando r=1 (corres-
ponde a una de Hamming normalizada) se obtienen buenos resultados, pero implica mucha carga de
procesamiento. Hay que notar que es muy parecida a la distancia de Minkowsky. La diferencia entre
ambas es la ponderacion que realiza la distancia de Clark a partir del valor de los mismos atributos que
se estan evaluando. Este factor de ponderacién o normalizacion permite que comparativas numéricas

entre atributos muy distantes se equilibren y por lo tanto mejoren los resultados [6].
4.1.2 Similitudes para variables binarias

Cuando todas las variables xi, X,...,x,de un caso X; medidas sobre los casos son binarias, es decir, so-
lamente toman valores 0 o 1, es mas facil calcular las similitudes para luego transformar estas en dis-
tancias. Habitualmente, el valor 0 indica que la caracteristica en estudio no estd presente, mientras que

el valor 1 indica la presencia de la caracteristica. Consideremos los casos X; y X; de algn conjunto de

casos X representados como p = (p1, 02, - Pn) Y ¢ = (41, q2» > Gn)-

Para calcular la similitud entre ellos se usa la tabla que sigue (ver tabla 4). En ella se resume el recuen-

to de las coincidencias de los valores que han tomado las n variables en los dos casos [8] [19]. Es decir:

e Los dos casos han tomado el valor de 1 simultdaneamente en a variables,
e Los dos casos han tomado el valor de 0 simultaneamente en d variables,
e El caso i hatomado el valor de 0 mientras que el caso j ha tomado el valor de 1 en b variables,

e El caso i hatomado el valor de 1 mientras que el caso j ha tomado el valor de 0 en ¢ variables.
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Casoi
1 0
Casoj 1 a b atb

0 C d ct+d

a+c b+d n

Tabla 4 — Recuento de las coincidencias de n variables binarias definidas para

dos casos i y j con n = a+b+c+d

Hay muchas maneras de definir similitudes con base en las cantidades a, b, ¢ y d, pero solo se presenta-

ran las tres més habituales y una nueva medida conocida como energia textual [10] la cual no depende
de la tabla 4.

1. Similitud de Sokal-Michener [19] [8],

a+d

Ssm(L,j) =

2. Similitud de Rogers-Tanimoto [19],
Sor(i,f) = a+d
RO =0 v d) + 2(b + ©)
3. Similitud de Jaccard [8],
3 3 a
SO = e

4. Energia textual

Para el andlisis de la energia textual es necesario tomar todos los casos en su conjunto. Asi pues, consi-
deramos una matriz A donde cada vector renglon es un elemento sobre X, y donde los valores Aj; repre-

sentan la presencia o ausencia de la caracteristica.

A11 A12 Alm
A= A21 A22 AZm
Aml Amz Amm
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Para calcular la energia textual (esto es, la matriz de similitud) se utiliza la siguiente férmula:
1 2
Etextuar = — E (AxA")

Sin pérdida de generalidad, es posible considerar las magnitudes de la matriz de energia, pues todos los
elementos obtenidos de la formula anterior son negativos. Esto es:

E = —Etextual

Cuya estructura cumple con la definicién de similitud, donde cada vector de X se parece mas a si mis-

mo y menos con los otros vectores de X.
4.2 Meétodos jerarquicos

Los llamados métodos jerarquicos tienen por objetivo reunir grupos para formar uno nuevo o bien se-
parar alguno ya existente para dar origen a otros dos, de tal forma que, si se va efectuando este proceso
de aglomeracion o division sucesivamente, se minimice alguna distancia o bien se maximice alguna

medida de similitud.

Los métodos jerarquicos se subdividen en aglomerativos y disociativos. Cada una de estas categorias

presenta una gran diversidad de variantes.

1. Los métodos aglomerativos, también conocidos como ascendentes, comienzan el analisis con
tantos grupos como casos haya. A partir de estas unidades iniciales se van formando grupos, de
forma ascendente, hasta que al final del proceso todos los casos tratados quedan englobados en

un mismo conglomerado.

2. Los métodos divisivos o disociativos, también llamados descendentes, constituyen el proceso
inverso al anterior. Comienzan con un conglomerado que engloba a todos los casos tratados vy, a
partir de este grupo inicial, a través de sucesivas divisiones, se van formando grupos cada vez
mas pequefios. Al final del proceso se tienen tantas agrupaciones como casos han sido tratados.

4.2.1 Dendogramay jerarguia indexada
Las clasificaciones jerarquicas se pueden representar con un diagrama bidimensional conocido como

dendograma en el cual se puede seguir de forma grafica el procedimiento de unién de los grupos, mos-
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trando qué grupos se van uniendo, en qué nivel concreto lo hacen, asi como el valor de la medida de

asociacion entre ellos (indice de fusion «) cuando éstos se agrupan.

Para poder entender este proceso necesitamos la definicion de jerarquia indexada.

Definicion: Una jerarquia indexada (C, «) sobre el conjunto de casos X la forman una coleccion de

grupos € c P(X) y un indice de fusion oc: € » R* de manera que C cumple los siguientes axiomas.

1. Interseccion: Si C,C’ € C, entoncesC N C' € {C,C’, 9},
2. Union: Si C € C,entonces C =U{C'|C" e CyC' c C},

3. Launidn de todos los grupos recoge todos los casos: X =U {C|C € C }

Y el indice de fusion o cumple:

e x(i)=0,VvieX
e x(0O)<sx(CHsiCcc'

El primer axioma nos dice que, dados dos grupos de la jerarquia, o bien uno esta contenido en el otro, o
bien son disjuntos. Esto nos garantiza que un mismo caso no pueda estar en dos grupos diferentes. El
segundo axioma dice que cada grupo es la unién de los grupos mas pequefios que estan contenidos en
él. El indice de fusion « mide la heterogeneidad de cada grupo. Es decir, cuanto mayor sea el indice de

un grupo, mas heterogéneo sera éste.

Una vez establecida una jerarquia indexada sobre el conjunto de casos X, ésta puede resumirse en un
dendograma y viceversa. Para ello representamos en el eje horizontal los elementos y simplemente se
dibuja el proceso de creacion de los grupos teniendo en cuenta el indice de fusién «.

4.2.2 Meétodo del minimo

Este método también se conoce como Single Linkage o vecino mas préximo.

Supdngase que se ha construido una matriz de distancias D sobre el conjunto de casos X.

0 dip - din
D= d:21 0 d?n
dnl dnz 0
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1. Inicialmente cada caso forma un grupo. Es decir, la particion inicial es:

P, ={{1},{2}, ... {n}}

2. Supongase la distancia mas pequefia en la matriz de distancias; esto es, iy j (d(i,j) =

miny {d(k,1)}). Entonces la union de estos casos formara un tnico nuevo grupo {i} U {j} =

{73

3. Se actualiza la matriz de distancias con la distancia entre dos grupos, definida como el minimo

de las distancias entre los casos de cada grupo.
d'(k,{i,j}) = min{d(k, ), d(k, )}

La matriz de distancias actualizada D’ de dimensién (n-1) x (n-1) esta bien definida porque d es

métrica.

4. Considerando la particion obtenida en el paso anterior, P, = {{1},{2}, ..., {i, j}, ... {m}}

se repiten los pasos 2 y 3 del algoritmo hasta que todos los casos de X formen un Gnico grupo.
Finalmente, se define el indice de fusion o de la siguiente manera:

«({iP=0i=1.,n
< (G U G) =d(Cy G)

Donde C; y C; son grupos que se han creado en el proceso de aglomeracion. El resultado de este proce-

s0, (C, ), es una jerarquia indexada.

Ejemplo: Supdngase que se tiene la siguiente matriz de distancias D definida sobre X = {1,2,3,4,5}, se

calcularé paso a paso la jerarquia indexada que da el método del minimo.

01 3 4 7 1
0 4 4 8 2

D= 0 2 8 3
0 7 4

0/ 5

Como dice el paso 1, en la particion inicial P, cada caso forma un grupo; asi,

Po = {{1}, {2}, {3}, {4}, {51}

28



4. Andlisis de grupos (clustering)

Se buscan los casos i, j mas cercanos. En este caso, miny;(k,1) = d(1,2) = 1. Por lo tanto, son unidos

para formar el primer grupo {1,2}. Posteriormente, se definen las distancias de cualquier caso al nuevo

grupo {1,2}; asi, por ejemplo,

d(3,{1,2}) = min{d(3,1),d(3,2)}
= min{3,4}
=3

d(5,{1,2}) = min{d(5,1),d(5,2)}
= min{7,8}
=7

Con lo que queda la nueva matriz de distancias:

Como se indica en el algoritmo se deben repetir los pasos 2 y 3. Es decir, se buscan los dos casos que
tengan la distancia minima. En este caso esta distancia minima es d(3,4) = 2 y posteriormente actua-

lizar la matriz de distancias, teniendo en cuenta el nuevo grupo {3,4}, asi por ejemplo,

d({1,2},{3,4}) = min{d({1,2},3),d({1,2},4)}
= min{3,4}
=3

Y la nueva matriz queda:

{1,2}
{34}
5

0o 3 7
0 7
0

Al examinar esta nueva matriz se observa que la distancia minima es 3 = d({1,2}, {3,4}), por lo tanto

forma un nuevo grupo {1,2,3,4} y actualizando la matriz de distancias.

( 0 (7)) |{1,253,4}
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Este proceso ha generado la siguiente jerarquia aglomerativa indexada:

Po = {{1}, {2}, {3}, {4}, {5}}
P ={{1,2}, {3}, {4}, {5}}
P, ={{1,2},{3,4} {5}}

Py ={{1,2,3,4},{5}}
P,=1{{1,2,3,45}}=X

Finalmente se puede ver que el indice de fusion < muestra la distancia a la que se han unido los grupos.

El dendograma correspondiente a esta jerarquia se puede ver en la siguiente figura.

Indice de fusidn
=
T

3_
2_
']_
[ 1
1 2 3 4 )
Casos

Figura 2 — Dendograma correspondiente al ejemplo del vecino més préximo
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